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RESUMEN

El siguiente proyecto tiene como objetivo la reduccion de imagenes usando técnicas de
inteligencia artificial como lo son las redes neuronales. Este proyecto pretende dar pauta
para la resolucion del problema que se tiene al manejar imagenes con gran tamafio y que se
presentan en grandes cantidades. Para la implementacion y experimentacion de la red
neuronal se uso el programa Matlab 7.0 y el cédigo propuesto por Hinton G. y Salakhutdinov
R [1]. Durante el entrenamiento de la red neuronal Yy la compresion de imagenes, se
arrojaron resultados de error favorables cuando el tiempo de entrenamiento fue mayor al ser
probada con configuraciones de 10 y 20 en la variable maxepoch del archivo

mnistdeepauto.m , asi mismo fueron desfavorables cuando se les dio un valor de 1y 2.

CAPITULO 1. PLANTEAMIENTO DEL PROBLEMA DE INVESTIGA CION

1.1 INTRODUCCION

Actualmente uno de los problemas con el manejo de imagenes es la gran cantidad y tamafio
de éstas que se tiene para su procesamiento, ya sea si se trata en tareas de clasificacion,
visualizacion o almacenamiento. Una imagen es una matriz numérica en memoria donde
cada componente contiene un nimero entero que a su vez representa un determinado color
[3], asi una imagen digital de 200 X 200 pixeles, se representa l6gicamente por una matriz
numérica de igual tamafo, donde cada color de los 40,000 pixeles que la componen es
descrito por un numero. Sin embargo, las tareas relacionadas con el manejo de imagenes, no
procesan so6lo una imagen, sino que se pueden administrar miles de ellas. Es entonces que
el problema deriva generalmente en la dimension de las imagenes. Lo anterior porque entre
mas grandes sean las dimensiones, los recursos y el tiempo para el procesamiento
aumentaran. Es por ello que se han desarrollado técnicas para la reduccion de datos,
particularmente para la compresion de imagenes. Estas técnicas, que en los Ultimos afos
han involucrado a la inteligencia artificial, intentan manejar el menor nimero de atributos

posibles conservando la informacion relevante que representa a cada imagen.

Una de las técnicas de compresion de imagenes mas utilizadas es el Analisis de
Componentes Principales (Principal Component Analisis, PCA), que encuentra las
direcciones y vectores de las variaciones mas grandes sobre un conjunto de datos [1]. Sin

embargo, se puede realizar la compresion de imadgenes mediante un método de aprendizaje
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automatico como redes neuronales, que por sus caracteristicas, las hacen bastante
apropiadas para problemas de clasificacion y reconocimiento de patrones de voz, imagenes,
sefiales, entre otros. Este trabajo da un enfoque distinto al uso de las redes neuronales, que

generalmente es de clasificacion.

Una red neuronal se compone de unidades llamadas neuronas, donde cada una recibe una
serie de entradas a través de interconexiones y emite una salida [2]. Este mecanismo hace
posible que las redes “aprendan” si se expone el sistema a un conjunto de ejemplos. Los
ejemplos consisten en parejas formadas por un posible valor de variables de entrada junto

con la accion que se debe tomar para dicho valor [2].

En el presente trabajo se propone utilizar una red neuronal artificial para comprimir
imagenes, de tal manera que tareas posteriores como la clasificacion de objetos, pueda

realizarse utilizando menores recursos.

1.2 OBJETIVO GENERAL
Investigar e implementar el funcionamiento de una red neuronal artificial para comprimir

imagenes.

1.3 OBJETIVOS ESPECIFICOS

» Poner en funcionamiento el codigo de la red neuronal propuesta por Hinton G. y
Salakhutdinov R [1] sin modificar la estructura de la RNA.

» Modificar el codigo de la red neuronal para modificar las configuraciones originales.

> Probar diferentes configuraciones de redes neuronales para realizar la compresion de
las imagenes.

» Realizar comparaciones entre el método PCA y el propuesto con redes neuronales.

1.4 JUSTIFICACION

La compresion de imagenes, y en general de cualquier conjunto de datos, facilita la
realizacion de diversas tareas como clasificacion, visualizacion, comunicacion vy

almacenamiento. Esto es porque al trabajar con un conjunto de datos menor pero
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representativo, se reduce el tiempo de procesamiento y se obtienen resultados similares que
al usar imagenes completas. Por otro lado, los dispositivos de almacenamiento pueden alojar
cierta cantidad de informacion, por lo tanto, si se reduce el tamafio de las imagenes, se
puede mejorar el rendimiento de estos dispositivos independientemente de su tecnologia. Al
realizar este trabajo, se espera que el uso de redes neuronales para la compresién de
imagenes brinde mejores resultados que la utilizacion del método de Andlisis de

Componentes Principales.



1.5 CRONOGRAMA DE ACTIVIDADES

Tarea

Septiembre Octubre Noviembre| Diciembre Enero Febrey Marzo Abril
S|S|S|S|S|S|S|S|S|S|S|S|S|S|S|S|S|S|S S|S|S S|S|S S| S|S
1(2|3/4|1]12|3|4|1|2|3|4|1|2|3|4|1|2]|3 123 1(2|3 1123

Asignacién de asesor

Eleccién del tema de
investigacion

Revision de la literatura

Definicién de hipotesis

Elaboracion de la
propuesta de solucién

Aprendizaje del manejo
de Matlab

Instruccién en imagenes
digitales

Aprendizaje de redes
neuronales

Entendimiento de PCA

Revision del cédigo en
Matlab de la red neuronal
propuesta por Hinton

Estudio del cédigo de
PCA

Implementacién de
pruebas del cédigo
revisado

Modificacion del codigo
revisado y probado de la
red neuronal propuesta
por Hinton

Comparacion de
resultados de la red
neuronal contra el
método PCA




1.6 ALCANCES Y LIMITACIONES
Alcances:
» Se utilizard una red neuronal multicapa para comprimir imagenes, lo cual ofrece un

enfoque y uso distinto a las tareas tradicionales de una RNA tal como la clasificacion.

Limitaciones:
» El método propuesto solo se compararé contra PCA.
» Se experimentara con conjuntos pequefios de imagenes, algunas decenas.
» Solo se pondra en funcionamiento la red neuronal, dejando para trabajo a futuro la

compresion de otro tipo de imagenes.

1.7 RECURSOS DE HARDWARE Y SOFTWARE
Software:
» Cdbdigo fuente escrito en Matlab de una red neuronal, desarrollado por Hinton G. y
Salakhutdinov [1].
» Programa Matlab version 7.0
» Toolbox escrito en Matlab de andlisis de componentes principales (PCA).

Hardware:
» Espacio minimo en disco duro de 1 Gb.

Para hacer las pruebas de implementacion se usaran dos computadoras:

» Computadora de 3 Gb. en memoria RAM, 500 Gb. en disco duro y un procesador Intel
Core 2 de 2.4 Ghz.

» Computadora de 256 Mb. En RAM, 120 Gb. en disco duro y un procesador Pentium IV
de 3.0 Ghz.



CAPITULO 2. MARCO TEORICO

2.1 IMAGENES DIGITALES

2.1.1 DEFINICION

Existen diferentes definiciones dadas a consecuencia del tipo de imagen digital. [Ortega
2008] indica que las iméagenes digitales se dividen en dos grandes grupos: imagenes
vectoriales e imagenes de mapa de bits o bitmap. Una imagen de mapa de bits, segun
[GOmez 2005] es una matriz numérica en memoria, donde cada componente de la matriz
alberga un numero entero que a su vez representa un determinado color. En [Microsoft
Encarta 2006] se define a una imagen bitmap como un conjunto secuencial de bits en
memoria, donde cada bit corresponde a un pixel en la pantalla. En una imagen vectorial “la
informacion de cada uno de los puntos se recoge en forma de ecuacion matematica que lo

relaciona con el resto de los puntos que forman la imagen [Ortega 2008].”

La obtencion de una imagen digital puede ser mediante dispositivos de conversion analdgica-
digital tal como camaras digitales y escaneres, o de forma directa con la utilizacion de
programas informaticos. El almacenamiento de una imagen digital se hace en un dispositivo
de grabacién de datos como un disco duro.

2.1.2 REPRESENTACION DE IMAGENES

Es importante la estructura y representacion de las imagenes digitales, ya sean tanto
imagenes vectoriales o de mapa de bits. En la pagina Web de la [Biblioteca de la Universidad
de Cornell -USA 2003], menciona que al realizarse una muestra de una imagen digital tipo
bitmap, se confecciona un mapa en forma de cuadricula de puntos llamados pixeles. Cada
pixel tiene asignado un valor tonal como el negro, blanco, matices de gris o color. Un pixel se

representa por un cédigo binario, que se almacenan en una secuencia.

Segun [Gomez 2005], una imagen digital bitmap de m x n pixeles se representa con una
matriz numérica de igual tamafo, donde el color de cada pixel es descrito por un codigo
numérico. Es asi que un nimero en la matriz representa un pixel de la imagen, donde se
tiene coincidencia de posicion tanto en fila y columna en la matriz y en la imagen, tal y como

se ejemplifica en la Figura 1.
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Figura 1. Relacién entre imagen de pixeles y matriz numérica

Con respecto a las imagenes vectoriales, [Ortega 2008] indica que debido a su definicion
matematica, una imagen vectorial ocupa un espacio menor en comparacion a las bitmap, ya
que una férmula matematica es suficiente para representar todos los puntos que componen a
una imagen, tal y como se muestra en la Figura 2. Las imagenes vectoriales tienen la
ventaja de que la calidad de la imagen no varia al modificar el tamafio, ya que la informacion

de cada punto o pixel no es absoluta sino relativa al resto de la imagen.

Color

Il Il Il 1 Il Il Il
! I I I ! I e e oo | I
LU 2 23 4 5 6 ... k1 K

posicion

Figura 2. Curva de una funcién matematica que representa a una imagen

Para la visualizacion de una imagen digital se requiere de un programa de visualizacién que
convierta la informacion binaria en pixeles y de un dispositivo que permita su despliegue tal
como lo hace un monitor. Cabe hacer mencion, que el presente proyecto de investigacion
esta dedicado a la compresion de imagenes digitales, la cual se utiliza para reducir el tamafio

del archivo de una imagen para un mejor almacenamiento, procesamiento y transmision.
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2.2 REDES NEURONALES

2.2.1 DEFINICION

A fin de entender la metodologia que se planteara mas adelante, es necesario que se tenga
una comprension clara sobre el concepto de una red neuronal. Segun citan [Hilera y
Martinez 1995], al profundizar en los principios de las redes neuronales artificiales vy
observar continuamente el término neurona, no es de extrafiar que se piense en el cerebro
humano, este hecho quizas se deba a que las redes neuronales artificiales estan basadas en
la inspiracion bioldgica. EI hombre posee cerca de 10 000 000 000 de neuronas
masivamente interconectadas, la neurona es una célula especializada que puede propagar
una sefal electroquimica. Las neuronas tienen una estructura ramificada de entrada, las
dendritas y una estructura ramificada de salida, los axones. El cuerpo de la neurona o soma
contiene el ndcleo, que se encarga de todas las actividades metabdlicas de la neurona y
recibe la informacion de otras neuronas vecinas a través de las conexiones sinapticas. Esta
estructura se muestra en la Figura 3. Los axones de una célula se conectan con las dendritas
de otra, por via de la sinapsis, la neurona se activa y excita una sefial electroquimica a lo
largo del axén. Esta sefal transfiere la sinapsis a otras neuronas, las que a su vez pueden
excitarse. Las neuronas se excitan solo si la sefial total recibida en el cuerpo de las células
por conducto de las dendritas, es superior a cierto nivel, conocido como umbral de excitacion.

Las redes neuronales artificiales tratan de imitar este principio de funcionamiento cerebral.

a: Soma
b: Axon
a. c: Dendritas
€ <
S ™ - \
b.

Figura 3. Estructura de una neurona bioldgica

Las redes neuronales artificiales, denominadas también como RNA, son un paradigma de
aprendizaje y procesamiento automatico, inspiradas en la forma en que funciona el cerebro.
Se trata de un sistema de interconexion de neuronas en una red que colabora para producir

una salida [Nilsson 2001].

Una red neuronal, segun [Freman y Skapura 1993], es un sistema de neuronas paralelas

conectadas entre si, donde cada neurona de la red se representa como un nodo. Estas
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conexiones establecen una estructura jerarquica que tratando de emular la fisiologia del
cerebro, busca nuevos modelos de procesamiento para solucionar problemas concretos del
mundo real. “Lo importante en el desarrollo de la técnica de las RNA es su dutil
comportamiento al aprender, reconocer y aplicar relaciones entre objetos y tramas de objetos

propios del mundo real [Nilsson 2001].”

En [Villanueva 2002], se destaca que las propiedades que hacen especialmente atractivas a
las redes neuronales para ser usadas en una gran cantidad de problemas practicos son las

siguientes:

a) Simulacién de sistemas distribuidos no lineales. Una neurona es un elemento no lineal por

lo que una interconexién de ellas también sera un dispositivo no lineal.

b) Son sistemas tolerantes a fallos. Una red neuronal, al ser un sistema distribuido, permite el
fallo de algunos elementos individuales sin alterar significativamente la respuesta total del
sistema.

c) Adaptabilidad. Una red neuronal tiene la capacidad de modificar los parametros de los que
depende su funcionamiento de acuerdo con los cambios que se produzcan en su entorno de

trabajo.

2.2.2 ESTRUCTURA
Segun [Villanueva 2002], las RNA imitan la estructura del sistema nervioso, con la intencién
de construir sistemas de procesamiento de informacion que puedan presentar un

comportamiento “inteligente”.

[Hilera y Martinez 1995], describen que las redes neuronales artificiales estan formadas por
una gran cantidad de neuronas, éstas no suelen denominarse neuronas artificiales sino
nodos o unidades de salida. Un nodo o neurona cuenta con una cantidad variable de
entradas que provienen del exterior (X1, Xz, ..., Xm). A su vez dispone de una sola salida (X;)
que transmitira la informacion al exterior o hacia otras neuronas. Cada X; o sefial de salida
tiene asociada una magnitud llamada peso, éste se calcula en funcion de las entradas, por lo

cual cada una de ellas es afectada por un determinado peso (Wj...Wjg+m). LoS pesos
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corresponden a la intensidad de los enlaces sinapticos entre neuronas y varian libremente en
funcion del tiempo en cada una de las neuronas que forman parte de la red. La Figura 4,

ilustra la estructura de una neurona, segun lo citado por [Hilera y Martinez 1995].

X0 — I
T W /f \
T

e | B G I i B [Ny SR W

R T "‘:\ /

‘ - - % R

: " NGFm —L A » Funcién de activaciore Determina el valor
xm —" - de salida final

Elementos de procesamiento

Funcidn de combinacion: Combinacion
de las sefiales de entradas

Figura 4 . Esquema de una neurona.

[Nilsson 2001] explica que en todo modelo de redes neuronales se tienen cuatro elementos

basicos:

a) Un conjunto de conexiones, pesos o sinapsis que determinan el comportamiento de la
neurona. Estas conexiones pueden ser excitadoras (presentan un signo positivo), o
inhibidoras (conexiones con signo negativo).

b) Un sumador que se encarga de sumar todas las entradas multiplicadas por las respectivas
sinapsis.

c¢) Una funcién de activacion no lineal para limitar la amplitud de la salida de la neurona.

d) Un umbral exterior que determina el umbral por encima del cual la neurona se activa.

La Figura 5 muestra las partes en que esta dividida una red neuronal. Como [Villanueva
2002] explica, cada neurona realiza una funcion matemética. Las neuronas se agrupan en
capas, esta disefiada y entrenada para llevar a cabo una labor especifica. Finalmente, una o

varias redes, mas las interfaces con el entorno, conforman un sistema neuronal.
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Figura 5. Estructura jerarquica de un sistema basado en RNAs

En [Freman y Skapura 1993], se sefiala que el proceso de aprendizaje consiste en hallar los
pesos que codifican los conocimientos. Una regla de aprendizaje hace variar el valor de los
pesos de una red hasta que éstos adoptan un valor constante, cuando esto ocurre, se dice
que la red ya "ha aprendido” o ha sido “entrenada”. “En una RNA entrenada, el conjunto de
los pesos determina el conocimiento de esa RNA vy tiene la propiedad de resolver el

problema para el que la RNA ha sido entrenada [Nilsson 2001].”

2.2.3 TIPOS DE REDES NEURONALES

Segun [Freman y Skapura 1993], al conectar varias neuronas de un determinado modo, se
consigue una red. Existen variaciones de topologias que se clasifican segun tres criterios:

namero de niveles o capas, numero de neuronas por nivel o segun las formas de conexion.

Segun el numero de capas que posea la red neuronal, [Villanueva 2002] las clasifica en
monocapa y multicapa. Las RNA monocapa son consideradas las mas sencillas, ya que se
tiene una capa de neuronas que proyectan las entradas a una capa de neuronas de salida
donde se realizan diferentes calculos. Por otra parte, las RNA multicapa, a diferencia de las
monocapa, tienen un conjunto de capas intermedias o0 capas ocultas entre la entrada y la
salida. Las Figuras 6 y 7, ejemplifican esta clasificacion.
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Capa de emtrada .
Capa de salida

Figura 6. Red neuronal monocapa
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Figura 7. Red neuronal multicapa

[Hilera y Martinez 1995] clasifica a las RNA segun el tipo de conexiones en no recurrentes y
recurrentes. En las no recurrentes, la propagaciéon de las sefiales se produce en un sentido
solamente, no existe la posibilidad de retroalimentacion. Por otro lado, las RNA recurrentes
son caracterizadas por la existencia de lazos de retroalimentacion. Estos lazos pueden ser
entre neuronas de diferentes capas, neuronas de la misma capa o0 entre una misma neurona.

La Figura 8 representa el esquema de una red recurrente.

[Freman y Skapura 1993] dividen a las RNA segun el grado de conexion en redes
neuronales totalmente conectadas y parcialmente conectadas. En la primera clase, todas las
neuronas de una capa se encuentran conectadas con las de la capa siguiente o con las de la
anterior. En las redes parcialmente conectadas, no se da la conexion total entre neuronas de

diferentes capas.
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Capa de
salicda

Capa
de
entrada  Capa oculta

Figura 8. Red neuronal recurrente

2.3 ANALISIS DE COMPONENTES PRINCIPALES (PCA)

2.3.1 DEFINICION

Segun [Terrddez 2000], PCA es una técnica estadistica de sintesis de la informacion o
reduccion de la dimension en numero de variables. Es decir, ante un banco de datos con
muchas variables, el objetivo serd reducirlas a un menor numero perdiendo la menor
cantidad de informacion posible. Los nuevos componentes principales o factores seran una

combinacién lineal de las variables originales, y ademas seran independientes entre si.

[Smith 2002] explica que en estadistica, PCA es una técnica utilizada para reducir la
dimensionalidad de un conjunto de datos. Técnicamente, PCA busca la proyeccion segun la
cual los datos queden mejor representados en términos de minimos cuadrados que
expliquen la variabilidad de dichos datos. Este método permite representar los datos
originales en un espacio de dimension inferior del espacio original, mientras limite al maximo

la pérdida de informacion.

Una de las ventajas de PCA para reducir la dimensionalidad de un grupo de datos, es que
retiene aquellas caracteristicas del conjunto de datos que contribuyen mas a su varianza.
PCA disminuye el numero de variables hasta un numero deseado, de modo que se
mantenga maxima la cantidad de varianza en los datos de entrada. “Esta reduccién de
dimension ayuda a eliminar la informacién redundante y el ruido de los datos [Terradez
2000].”
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PCA se emplea en muchas disciplinas cientificas y en aplicaciones de ingenieria como
reconocimiento de patrones, procesamiento de imagenes, analisis espectral de alta
resolucion para la estimacion de frecuencias, en la reduccién de sistemas de control, entre

otras.

2.4 COMPRESION DE IMAGENES MEDIANTE REDES NEURONALE S

2.4.1 TRABAJO DE HINTON

La reduccion de dimensiones facilita la clasificacion, visualizacion, comunicacion y
almacenamiento de grandes dimensiones de datos. Un método simple ampliamente usado
es PCA, que encuentra las direcciones de gran variacion en un conjunto de datos vy
representa cada punto por sus coordenadas a lo largo de cada direccion. [Hinton y
Salakhutdinov 2006] dicen: “Nosotros describimos una generalizacion no lineal de PCA que
usa una red neuronal multicapa adaptable llamada encoder para transformar los datos de
grandes dimensiones en codigo de pequefia dimension. Ademas se usa otra red neuronal

similar llamada decoder para recuperar los datos del cédigo”.

Pueden convertirse los datos de grandes dimensiones a pequefias dimensiones mediante el
entrenamiento de dos redes neuronales multicapa con una pequefia capa central para
reconstruir los vectores de entrada, tal y como se ejemplifica en la Figura 9. Empezando con
pesos aleatorios en las dos redes neuronales, éstas pueden ser entrenadas juntas para
minimizar la diferencia entre los datos originales y su reconstruccion. Para esto, segun
[Hinton y Salakhutdinov 2006] se usa el método de retropropagacion; primero a través de la
red neuronal decoder y después a través de la red neuronal encoder. El sistema entero se

llama autoencoder.
[Hinton y Salakhutdinov 2006] afirman que la utilizacion de redes neuronales, es una manera

eficaz para reducir la dimension de los datos, en comparacion que el analisis de

componentes principales.
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Figura 9. Interaccion entre las redes neuronales decoder y encoder que tienen en comin una

pequefia capa central.

El trabajo de [Hinton y Salakhutdinov 2006], se acerca a lo que se quiere lograr en este
proyecto de investigacion, ya que se emplean las redes neuronales como medio principal
para la compresion de imagenes, sin embargo, los autores mencionados entrenaron su red
neuronal propuesta con un conjunto conformado de miles de imagenes. Esto significa una
diferencia, ya que el presente proyecto tiene como limitacibn usar en la fase de

entrenamiento un nimero reducido a decenas.

2.4.2 PROPUESTA DE GOMEZ

[GOmez 2005] plante6 un método para la reduccion de imagenes mediante el uso de redes
neuronales multicapa con la finalidad de conseguir un menor almacenamiento y obtener un
software con fines iguales pero con mejores resultados que los ofrecidos por winzip y winrar.
Esto supone una diferencia en la presente investigacion, ya que uno de los objetivos del

trabajo es la comparacion de resultados contra PCA y no con una aplicacion como winzip.

Otra diferencia que se encuentra con respecto al trabajo de [Gdmez 2005], es que el

desarrollo se hizo en C++ junto con la libreria allegro, mientras que este proyecto utilizara el
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codigo de una red neuronal escrita en Matlab. Sin embargo [Gomez 2005], menciona que un
problema en su red neuronal fue el alto consumo de tiempo para el entrenamiento. Por este
motivo, el autor concluye que una manera de mejorar su sistema seria el uso de un sistema
experto junto con la red neuronal. Se recalca que este proyecto no contempla el uso de

sistemas expertos.
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CAPITULO 3. DISENO DE LA RED NEURONAL
3.1 INTRODUCCION
En el presente capitulo se define el esquema del sistema utilizado como base para el

desarrollo del proyecto de investigacion.

3.2 REQUERIMIENTOS

Los requerimientos describen las caracteristicas de la red neuronal y son los siguientes:

a) Requerimientos funcionales

1. Entrenar la red neuronal

2. Comprimir imagenes con la red neuronal entrenada

b) Requerimientos no funcionales

Plataforma. La red neuronal se ejecuta bajo la plataforma de Microsoft Windows Vista.

Costo. El codigo de la red neuronal es libre, no tiene ningun costo.

Desempefio. El desemperio de la red neuronal es de importancia significativa en el proyecto,

ya que por lo general el entrenamiento tiene una duracién de hasta de 7 horas. Se compara

la calidad de la imagen obtenida con la original.

Herramienta. Para manejar a la red neuronal, se usa Matlab 7.0, el cual proporciona el

acceso al manejo del codigo, asi como el entrenamiento.
3.3 CASOS DE USO
Los casos de uso, tienen el propésito de representar las actividades que el usuario puede

realizar en la red neuronal. A continuacion se describen los principales.

1) Nombre del caso de uso: Entrenamiento de la red neuronal.

Descripcion: En este proceso, la red neuronal toma como entrada un conjunto de

imagenes para que la red neuronal aprenda sus caracteristicas y ajuste los pesos
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apropiadamente para lograr una correcta compresion. Para una mejor ejemplificacion
vea la Figura 10.

Datos de entrada: Conjunto de 10,000 a 60,000 imagenes de digitos de 28 X 28
pixeles.

Datos de salida: Red neuronal ajustada para comprimir imagenes digitales.

Introducir
imagen

/ 3

Calcular los
términos de error

Usuario

A 4

Ajuste de pesos

Figura 10. Caso de uso entrenamiento de la red neuronal

2) Nombre del caso de uso: Compresion de una imagen digital

Descripcion: En este proceso, se recibe como entrada una imagen de 28 X 28 pixeles,
la cual se procesa por la red neuronal previamente entrenada que arroja como
resultado otra imagen pero de menor tamafio que la original, esperando también que
la calidad del resultado sea buena. Véase Figura 11.

Datos de entrada: Red neuronal entrada y una imagen digital como la Figura 12.

Datos de salida: Una imagen digital de formato jpg con un tamafio menor que la

original.
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Compresior
de imagen

Usuario Visualizacion
de imagen
comprimida

Figura 11. Caso de uso compresion de imagen digital

3.4 CASOS DE PRUEBA

1) Nombre del caso de prueba: Insercidon de imagenes para entrenamiento

Nombre del caso de uso que se desea probar: Entrenamiento de la red neuronal.

Datos de entrada: Conjunto de 10,000 a 60,000 imagenes de digitos de 28 x 28 pixeles.

2§38\ 2607\ 40<%1

Figura 12. Ejemplo de imagen original de digitos

2) Nombre del caso de prueba: Insercién de imagen para compresion

Nombre del caso de uso que se desea probar: Compresion de imagen digital

Datos de entrada: Red neuronal entrenada con imagen

Datos de salida: Imagen digital comprimida en formato jpg. La calidad de la imagen menor en
comparacion a la original. La Figura 13 muestra un ejemplo de una compresion de baja

calidad.

v

Imagen

Imagen de |
entrada ' Compresion de imagen resultante

Figura 13. Proceso de compresion de imagen
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3.5 RECOLECCION DE DATOS Y SELECCION DE PRUEBAS

Los datos necesarios para hacer funcionar a la red neuronal es un conjunto de imagenes de
digitos que sirven como base para el entrenamiento. Las imagenes estan disponibles en el
sitio Web de Geoffrey E. Hinton.

3.6 ESPECIFICACION DE ACTORES

La Unica persona que podra tener acceso a los datos, en este caso las imagenes y a la red
neuronal, sera el usuario, que se define como aquella que monitorea la fase de
entrenamiento de la red neuronal y la compresion de imagenes. Asi mismo, esta persona se

encarga de las modificaciones en la red neuronal.

! Sitio Web con la direcciémttp://www.cs.toronto.edu/~hinton/MatlabForSciencePaper.html
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CAPITULO 4. IMPLEMENTACION
Para el entrenamiento de la red neuronal, asi como para la compresion de imagenes, se

usan siete archivos escritos en Matlab, obtenidos del sitio Web sefialado en el capitulo 3.

A continuacion se da una breve explicacion del funcionamiento de los archivos:

1. mnistdeepauto.m Archivo principal para el entrenamiento de la red neuronal llamada
“Autoencoder”. En este archivo se puede establecer el nUmero maximo de épocas para el
preentrenamiento de cada capa de la red neuronal. Se le llama época a cada iteracion de la
red por el lote de entradas creadas por makebatches.m. Se modifica el valor de la variable
maxepoch.

2. converter.m Convierte las imagenes en formato reconocible para Matlab, para utilizarlas
durante el entrenamiento.

3. makebatches.m Crea lotes para el entrenamiento de una RBM (Restricted Boltzmann
Machine), que es una red neural de dos capas.

4. rbm.m Entrena a un RBM con unidades visibles (pixeles) y ocultas (vectores detectores de
figuras). Las unidades visibles son conectadas a las unidades ocultas usando conexiones
con pesos simétricos.

5. rbmhidlinear.m Entrena a un RBM. Conecta las unidades visibles con las ocultas
redefiniendo los valores de las unidades ocultas.

6. backprop.m Contiene el cddigo necesario para ajustar los pesos de la red neuronal
durante la fase de entrenamiento utilizando el método de retropropagaciéon. Los pesos
ajustados obtenidos se almacenan en el archivo mnist_weights.mat. Se puede establecer el
maximo de épocas modificando el valor de la variable maxepoch.

7. mnistdisp.m Despliega el progreso durante la etapa de ajuste que realiza el archivo
backprop.m. Las imagenes resultantes de la compresion son mostradas por medio de este

archivo.

Para ejecutar el archivo mnistdeepauto.m es necesario que se encuentre en la misma
carpeta junto los archivos antes mencionados, ademéas de los archivos que contienen las
imagenes que se utilizan para el entrenamiento y la compresion. La Figura 14 describe la

interaccion de los diferentes archivos invocados desde el archivo principal mnistdeepauto.m.
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A 4

converter.m Conjunto de imagenes

para entrenamiento
|

\ 4
makebatches.m

\ 4
rbm.m

\ 4
rbmhidlinear.m

A 4

backprop.m

A 4
mnistdisp.m

Figura 14. Flujo de informacion del archivo principal mnistdeepauto.m

Es también relevante explicar la configuracion de la red neuronal, la cual es 1000 - 500 - 250
— 30 para la utilizacion de todas las pruebas. Esto se muestra en la Figura 15, donde se
puede observar las 4 capas de la red neuronal, asi como también el nUmero maximo de

neuronas para cada capa.

1
1
1
2
2
2
3
3 .
4 30

100c

50C

Figura 15. Estructura de la red neuronal
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CAPITULO 5. RESULTADOS

Este capitulo tiene como propdsito mostrar los resultados obtenidos mediante las pruebas
realizadas durante la ejecuciéon de la red neuronal. El término ejecucién engloba las fases

entrenamiento y compresion.

5.1 EJECUCION DE LA RED NEURONAL

Para una mejor comprension del lector acerca del funcionamiento de la red neuronal, se
procede a explicar por medio de pantallas la ejecucion. El ejemplo considera el valor 2 de la
variable maxepoch del archivo mnistdeepauto.m y el valor de 5 a la variable maxepoch del
archivo backprop.m.

El primer rectangulo que se muestra en la Figura 15 es la conversion de los archivos que
contienen las imagenes a un formato reconocible por Matlab. Todos los experimentos se
realizaron con un conjunto de 10,000 a 60,000 imagenes de digitos de 28 X 28 pixeles (ver

las elipses de la Figura 16).
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Figura 16. Comienzo de la ejecucion de la red neuronal
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El nimero méximo de épocas utilizadas por el archivo mnistdeepauto.m, en este caso 2, se
muestra en el segundo rectangulo de la Figura 16. Desde el tercer rectangulo comienza el

entrenamiento de las 4 capas de la red neuronal con sus respectivos nUmeros de neuronas.

En las elipses de las Figuras 17 y 18 se muestra como el numero maximo de épocas es

respetado durante el entrenamiento de cada una de las capas.
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Figura 17. Entrenamiento de la capa 1y 2 de la red neuronal

Se puede apreciar en la Figura 18 como termina el entrenamiento de la red neuronal en la
capa 4, dejando como resultado los 30 componentes que se utilizaron para la

reconstruccion de las imagenes en el proceso de compresion.
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Figura 18. Entrenamiento de la capa 3y 4 de la red neuronal

Después del entrenamiento se procede al proceso de compresion, donde se muestra el error
obtenido en cierto nimero de época, segun el valor establecido en la variable maxepoch del
archivo backprop.m (en este caso 5). La Figura 19 ejemplifica el mensaje obtenido para la
época 1 de reconstruccion. Es similar para las 4 épocas restantes. El apéndice A describe un

ejemplo completo de la compresion.

Dizplaying in figure 1: Top row - real dats, Bottom row -- reconstructions
Eefore epoch 1 Train squared error: 25.436 Test squared error: 25.093

Figura 19. Mensaje de error obtenido en la época 1 de reconstruccion
Simultaneamente al mensaje de error, se despliega una ventana como la de la Figura 20, la
cual muestra las dos filas de imagenes de digitos reconstruidas después del mensaje de la

Figura 19. La primera fila, representa a las imagenes originales, mientras que la segunda fila

muestra las imagenes obtenidas por la red neuronal.
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Figura 20 Ventana que muestra el resultado de la Figura 19

5.2 ANALISIS COMPARATIVO

Para medir el desempefio de la red neuronal con respecto al tiempo de entrenamiento y
compresion, se modificé el valor de la variable maxepoch del archivo mnistdeepauto.m, con
los valores mostrados en la Tabla 1. Por otro lado, se mantuvo el valor de maxepoch del
archivo backprop.m. El tiempo obtenido esta en minutos, tanto en el entrenamiento como en
la compresiéon de imagenes de digitos, ademas de la duracion total de la ejecucion de la red

neuronal.

Tabla 1. Tiempos obtenidos por la red neuronal

Valor maxepoch del | Valor maxepoch E . ., . .,
archivo del archivo ntrena_mlento Compr_eS|on Ejecu_uon
mnistdeepauto.m backprop.m (min) (min) (min)
1 5 11 294 305
2 5 19 288 307
6 5 53 290 343
10 5 84 264 348
20 5 161 267 428

La Tabla 1 muestra que al aumentar los valores de maxepoch del archivo mnistdeepauto.m,
se incrementa también el tiempo de ejecucion, (tiempo minimo 5 horas 5 min, maximo 7 hrs 8

min).

Ahora bien, otra forma de medir el desempefio de la red neuronal es a través de los errores y
la calidad de las imagenes obtenidas. Como el valor de maxepoch del archivo backprop.m se
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mantuvo siempre en 5, significa que existieron 5 resultados de error correspondientes a cada

una de las épocas. La Tabla 2 muestra estos errores.

Tabla 2. Errores obtenidos en las diferentes épocas

Valor maxepoch del Archivo backprop.m
mnis?drgglgguto.m Epocal | Epoca?2 | Epoca3 Epoca 4 Epoca 5
1 35.438 12.528 11.194 10.468 10.008
2 25.093 10.515 9.544 9.100 8.731
6 17.382 8.150 7.511 7.154 6.909
10 13.04 6.996 6.472 6.141 5.926
20 11.61 6.344 5.853 5.583 5.395

En la Tabla 2 se puede notar que el error obtenido en la época 1 con respecto a los de la
época 2 disminuye considerablemente, de 45.35% (cuando maxepoch vale 20) a 62.36%
(cuando maxepoch vale 1). En contraste, la diferencia de error obtenido entre la época 2 a la

época 5 es de tan sélo unas cuantas décimas.

También se observa en la Tabla 2 que los errores de la época 1 son los errores iniciales,
mientras que los pertenecientes a la época 5 son los finales. Durante el paso de las cinco
épocas, se hacen los ajustes necesarios para minimizar el error y asi obtener una imagen de
mejor calidad. EI menor error inicial es 11.61, pertenece al valor 20 de maxepoch de
mnistdeepauto.m y el mayor fue de 35.438 (valor 1 de maxepoch). La diferencia de calidad
de imagen se puede observar en la Figura 21, donde la primera fila pertenece a las imagenes

originales, la segunda cuando existe un error de 35.438 (error maximo) y la tercera fila

cuando es de 11.61 (error minimo).

2 §3% V207 \14%0<%1

v | B2 8 1 72¢071 94991
a | 838V 7260714091

Figura 21. Diferencia de calidad entre maximo y minimo error de la época 1

Por otro lado, a lo que se refiere con los errores finales, se destaca que el menor fue de
5.395 correspondiente al valor 20 de maxepoch de mnistdeepauto.m y el mayor fue de

10.008 referente cuando maxepoch vale 1. La Figura 22 muestra las diferencias de
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reconstruccion, la primera fila pertenece a las imagenes originales, la segunda al error

méaximo y la tercera fila al error minimo de la época 5.

2 §3%12L07\4%0% 1

21 §38\V260714%2%1
2| $3% |70 \40F!

Figura 22. Diferencia de calidad entre maximo y minimo error de la época 5

En el apéndice B se puede observar y comparar las imagenes obtenidas para cada valor de

maxepoch del archivo mnistdeepauto.m en cada una de las 5 épocas de backprop.m.

5.3 COMPARACION ENTRE LOS RESULTADOS OBTENIDOS POR RNAY PCA

Para cumplir uno de los objetivos planteados, se hace la comparacion entre los resultados
obtenidos por la red neuronal contra los que obtuvieron Hinton G. y Salakhutdinov R [1] al
utilizar PCA.

La Figura 23 muestra las imagenes obtenidas por una red neuronal y las reconstrucciones
obtenidas utilizando PCA, donde cada técnica de compresion utiliza 30 componentes. En la

primera fila se muestran las imagenes originales, la segunda cuando se obtiene un resultado

de error de 3.0 usando RNA vy la ultima fila un resultado de error de 13.87 utilizando PCA.

0D /23 4ys L& b0

Figura 23. Comparacion entre las reconstrucciones usando RNA y PCA
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CAPITULO 6. CONCLUSIONES

El utilizar una técnica de inteligencia artificial como redes neuronales para la compresion de
imagenes, generd imagenes reconstruidas tanto de buena como de mala calidad. Las
imagenes de mala calidad resultantes se debieron al menor entrenamiento de las capas de la
red neuronal, en contraste con las de buena calidad. Para la obtencion de imagenes mas
semejantes a las originales, se debe de disminuir los resultados de error. Esto conlleva a dos
notables desventajas: 1) el incremento del tiempo de entrenamiento y 2) la utilizacion de
mayores recursos, sobretodo memoria. Aun asi, los resultados obtenidos utilizando redes

neuronales para comprimir imagenes, son mejores que los obtenidos con PCA

Con respecto a los recursos, la red neuronal necesité ser implementada en una maquina de
3 Gb en RAM y un procesador Intel Core Duo, ya que se intentd hacerlo en computadoras
Intel Pentium 4 de 256 Mb y 512 Mb, pero en éstas la red neuronal no logré ejecutarse

porque consumia en su totalidad los recursos y terminaba bloqueandolas.

Con base en los resultados, se recomienda que para obtener imagenes de calidad aceptable
en un tiempo “razonable”, usar en la red neuronal la configuracion donde la variable
maxepoch del archivo mnistdeepauto.m equivalga a 10 y un valor de 5 para la variable
maxepoch del archivo backprop.m, la cual se puede modificar a 3 porque la reduccion de
error a partir de este valor es minimo, tal y como se explicé en el capitulo 5, lo que reduciria

un tiempo de ejecucion a aproximadamente 2 horas.

Todos los objetivos planteados en la investigacion fueron alcanzados. Como trabajo a futuro
se propone modificar el cédigo de la red neuronal para que ésta pueda ser entrenada con
otros conjuntos de imagenes como galaxias o rostros, con las configuraciones ya probadas

en esta investigacion.
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APENDICE A: PROCESO DE COMPRESION

Este es un ejemplo completo del proceso de compresion donde se considera el valor 2 de la

variable maxepoch del archivo mnistdeepauto.m y el valor de 5 para la variable maxepoch
del archivo backprop.m

Se puede ver en las siguientes figuras como para cada época (en total 5 épocas debido al
valor de maxepoch del archivo backprop.m) se muestra un resultado de error, asi como la
imagen respectiva resultante. La primer columna identifica a los digitos originales y la
segunda columna a los digitos reconstruidos con el margen de error. En el primer caso, el

resultado de error obtenido es 25.093, el cual se puede ver en la elipse de la Figura Al.
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RS B-
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hackprop.m M~
gagkgg;:;s\;fym m Fine-tuning deep autoencoder by winimizing cross entropy error.
el m 60 batches of 1000 cases each.
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: : — o i i o
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EFT—— B/ US7 0T UTTIT T,
L*HELF MEMORY

—%-- 6/03/09 07:38 B
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F% 11/03/09 11:51

%-= 11/03/09 11:59
—%-— 12/03/09 04:13

F—%—— 12/03/09 05:49

amrmErRe RELa

El error resultante de la época 2 fue de 10.515, el cual se muestra con su imagen respectiva

en la Figura A2.

Figura Al. Resultado de error obtenido en la época 1
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Current Directory - CA.. @ X [ |Command Window
RS B Linesearch 3; Value 8.106738e+001
f! epoch 1 batch 60
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[ backpropclassify.m M Linesearch 2; WValue 8.256850e+001
CG_CLASSIFY.m M Linesearch 3; Value 8.240008e+001
C670MSSIFY INIL.. Mt
CG_MNIST.m Tt Displaging in figure 1: Top row - real data, Bottom row -- reconstructions
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digitd. mat M. epoch 2 batch 1
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[ digit2 mat M, Linesearch Z; Value 9.215654e+001
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—%-- 17/03/09
. . p
Figura A2. Resultado de error obtenido en la época 2
El tercer resultado de error fue de 9.544 tal como muestra la Figura A3.
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Figura A3. Resultado de error obtenido en la época 3

Para la época 4 se obtuvo un error de 9.1, se muestra la Figura A4.
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Figura A4. Resultado de error obtenido en la época 4

Finalmente, para la época 5 el error fue de 8.731, con el cual se termina el proceso de

compresion. Este resultado se muestra en la Figura A5.

k MATLAB
File Edit Debug Desktop Window Help
O & @ o o |8 2 crentdredory [cw oo Proyecto\utoencoder_Code con 2 epocas L]J
Shorteuts (2] Howto Add [2] wuhat's bew
Current Directory - C\.. @ X | |Command Window 2
eS| - epoch 4 batch 59
AllFies £ Fi Linesearch 1; Value 7.560352e+001
[ backprop.m M| |Linesearen 2: Wvalue 7.5682648+001
hackpropclassify.m M Linesearch 3: WValue 7.552797e+001
(@ CG_CLASSIFY.m M
[ CG_CLASSIFY_INL.. M So0sh:Aebareh, of.
[ 06 MNIST m " Linesearch 1; Walue 7.682335e+001
- Linesearch 2: WValue 7.6666362+001
converter.m It
Linesearch 3: Value 7.6527572+001
[ digitD. mat M
izt st i, Displaying in figure 1: Top row - real data, Bottom row -- reconstructions
digit2.mat M Before epoch 5 Train squared error: &.871 Test squared error:
68 digit3. mat L epoch S batch 1
digitd. mat M ||iinesearen 1: Valus 7.6624672+001
digits. mat M. Linessarch z: Valus 7.6516392+001
(68 digits.mat il Linesearch 3; Valus 7.632680e+001
Fidh dinit? mat b,
4 »
epoch 5 batch 2

Current Directory | Workspace Linesearch 1: Value 7.502314e+001

Command History a x |Linesearch 2; Value 7.452279e+001
g GrUS 0T U7TIE Ly | Linesearch 3: Value 7.4762282+001
LmELP mEMORY

—x-- 6/03/09 07:38 P |epod| [ Figure 1 ¥ R S=HEE]
i E;Ei;si 23::: ":f"E File Edit Wiew Inset Tools Desktop Window Help »
—5- : inel

f5-- 11/03/02 10:59 x| DEEE K |QAN®(E DO

—%-- 11/03/08 11:51

%-- 11/03/08 11:58 epod]

—%-- 12/03/09 04:13 Ling

(- 12/03/09 05:49 Linel|

—4-- 13/03/09 06:11 Linel|

-~ 13/03/03 03:20

—%-- 17/03/08 04:28 epod]

t%-- 17/03/08 09:15 LlnE:

—3%-- 17/03/09 04:28 Lingll

—%-- 17/03/08 09:13 Linel|

—4-- 17/03/09 09:23 |

Figura A5. Resultado de error obtenido en la época 5
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APENDICE B: COLECCION DE IMAGENES RESULTANTES

En este apéndice se puede observar y comparar la coleccion de imagenes obtenidas para
cada valor de maxepoch del archivo mnistdeepauto.m en cada una de las 5 épocas de
backprop.m. En cada figura, la primer fila corresponde a los digitos originales y la segunda a
los digitos reconstruidos, siendo las figuras de la época 5 las que poseen una mejor calidad.
La Tabla B1 muestra los resultados de error obtenidos para facilitar la comparacion entre las

imagenes y su respectivo error.

Tabla B1. Errores obtenidos en las diferentes épocas

Valor maxepoch del Archivo backprop.m
mnis?(;gzgguto.m Epocal | Epoca?2 | Epoca3 Epoca 4 Epoca 5
1 35.438 12.528 11.194 10.468 10.008
2 25.093 10.515 9.544 9.100 8.731
6 17.382 8.150 7.511 7.154 6.909
10 13.04 6.996 6.472 6.141 5.926
20 11.61 6.344 5.853 5.583 5.395

Cuando el valor de maxepoch del archivo mnistdeepauto.m equivale a 1, las imagenes

resultantes de las 5 épocas de backprop.m se muestran en las Figuras Bl a B5.

2 §3% V26071401

o | 38 28 1 7 ¢07 1 999 I
21 §38\2L07\40% I
21838172607 14%7%1

Figura B2. Imagen obtenida en la época 2 de backprop.m cuando maxepoch vale 1

2| §38\2607 |10l

A | §38\2607\4%9%1

Figura B3. Imagen obtenida en la época 3 de backprop.m cuando maxepoch vale 1
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Cuando el valor de maxepoch del archivo mnistdeepauto.m equivale a 2, las imagenes

resultantes de las 5 épocas de backprop.m se muestran en las Figuras B6 a B10.

2 538\2L0714%0% 1
21 8381707199721
2 53%12L07\40¢%1
2183817607 140%F]
2 §3%\2L07 14891
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Figura B8. Imagen obtenida en la época 3 de backprop.m cuando maxepoch vale 2
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Figura B9. Imagen obtenida en la época 4 de backprop.m cuando maxepoch vale 2
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Figura B10. Imagen obtenida en

Las Figuras B11 a B15 muestran las imagenes resultantes de las 5 épocas de backprop.m,

cuando el valor de maxepoch del archivo mnistdeepauto.m equivale a 6.
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Figura B11. Imagen obtenida en
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Figura B12. Imagen obtenida en
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Figura B13. Imagen obtenida en

la época 4 de backprop.m cuando maxe

Figura B14. Imagen obtenida en

la época 5 de backprop.m cuando maxe

B15. Imagen obtenida en
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Las Figuras B16 y B17 muestran las imagenes resultantes de la época 1 y 5 de backprop.m,

cuando el valor de maxepoch del archivo mnistdeepauto.m equivale a 10.

2 [ §38 V26071401

2| §38 V72607 | %49

Figura B16. Imagen obtenida en la época 1 de backprop.m cuando maxepoch vale 10
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Figura B17. Imagen obtenida en la época 5 de backprop.m cuando maxepoch vale 10

Se observa en las Figuras B18 y B19 las imagenes obtenidas de la época 1 y 5 de

backprop.m, cuando el valor de maxepoch del archivo mnistdeepauto.m es igual a 20.

2§38 12607 140% 1
A | 838172607 14%0%I

Figura B18. Imagen obtenida en la época 1 de backprop.m cuando maxepoch vale 20

21§38 12607\ 401

2| §38 12607\ ~0F

Figura B19. Imagen obtenida en la época 5 de backprop.m cuando maxepoch vale 20
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