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“Aplicaciones de Filtro Kalman para Sensores de

Proximidad”

Juan Hernández Reyes

PROTOCOLO
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Resumen

El resumen contiene los aspectos clave del proyecto; es una evidencia de la capacidad

de śıntesis del autor. A través de él se promueve el interés por los resultados de la

investigación. Un buen resumen es claro, conciso y ordenado; responde brevemente a

las preguntas siguientes: qué se hizo, para qué se hizo (qué problema se resolvió o cuál es

la aportación a una ĺınea de investigación, aśı como los beneficios), cómo se desarrolló y

cuáles son los resultados.



Caṕıtulo 1

Planteamiento del problema de
investigación

1.1. Introducción

Robotica

La Robótica es una disciplina que combina todas aquellas actividades relacionadas

con el estudio, diseño, construcción, operación y mantención de robots.

Es un campo de trabajo que combina diferentes disciplinas como: Ingenieŕıa Eléctri-

ca, Ingenieŕıa Electrónica, Ingenieŕıa Mecánica, Ciencias de la Computación, Matemáticas,

F́ısica, Bioloǵıa, Neurociencias, etc.

Las Disciplinas Relacionadas con la Robotica son:

Visión Computacional

Inteligencia Artificial/Computacional

Cibernética (Control + Ciencias de la Información + Bioloǵıa)

Mecatrónica (Mecánica + Electrónica + Computación)

1



CAPÍTULO 1. PLANTEAMIENTO DEL PROBLEMA DE INVESTIGACIÓN 2

El término robot fue introducido en 1921 por el checo Karel Capek, y viene de la

combinación de las palabras checas ”robota”que significa trabajo obligatorio y ”robot-

nik” que significa siervo.

La palabra robótica fue utilizada por primera vez por el cient́ıfico y escritor de

ciencia ficción Isaac Asimov en 1942[8].

En la actualidad existen muchos tipos de robots: con ruedas, con patas, brazos

manipuladores, con orugas, de forma humanoide, de forma cilindrica, etc., sin embargo,

la morfoloǵıa no es una caracteŕıstica esencial, lo que identifica a cualquier robot es que

combina en la misma plataforma a sensores, actuadores y procesadores.

Los sensores miden alguna caracteŕıstica del entorno o propia (e.g. cámaras, sensores

de obstáculos, etc.). Los actuadores permiten al robot hacer algo, llevar a cabo alguna

acción o simplemente desplazarse (e.g. los motores). Los procesadores hacen los com-

putos necesarios y realizan el enlace lógico entre sensores y actuadores, materializando

el comportamiento del robot en el entorno en el cual se encuentra inmerso[10].

Esto nos lleva a una subdivisión de los Robots, con base en su arquitectura, la cual

se clasifica en los siguientes grupos: Poliarticulados, Móviles, Androides, Zoomórficos e

Hı́bridos [1].

1.2. Antecedentes

En la Universidad Politécnica de Puebla existe un grupo de trabajo dedicado a

desarrollar proyectos en el area de robótica. Desde hace un par de años se han desarrol-

lado algunos prototipos y se han implementado algunos algoritmos para robots móviles,

entre los que destacan los siguientes proyectos:

Construcción de un veh́ıculo de tracción trasera utilizando servomotores para el cual

se aplican conocimientos de robótica básica, como programación de puertos paralelos,
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diseño de la interfaz, control de motores por puerto paralelo, diseño y construcción del

veh́ıculo e interfaz de comunicación, aśı como programación de rutinas para lograr que

el veh́ıculo realice movimientos básicos como avanzar, retroceder, girar a la derecha

y girar a la izquierda[6]. Este proyecto fue el inicio de la construcción de un veh́ıculo

controlado a traves del puerto serial, incorporando la programación de comportamientos

basicos de desplazamiento.

Posteriormente, se desarrollo sobre este mismo proyecto la programación de rutinas

de movimiento a traves de la incorporación de un microcontrolador, para el cual se

diseño e implemento su etapa de potencia, se describe la programación de un PIC

que almacena comportamientos básicos de evasión de obstáculos para un robot tipo

veh́ıculo a través de la entrada de señales enviadas por un sensor de proximidad. El

programa para el PIC está codificado en ensamblador. Aśı mismo, se propone el diseño

de una tarjeta de control para realizar la comunicación entre PIC - Sensor y PIC -

Tarjeta de control de motores[4]. Teniendo el control de movimiento para este robot, se

implementó por software un control de localización para este mismo robot[9].

Estos proyectos proveen de experiencia al grupo para poder abordar retos mayores

en la programación de robots moviles.

1.3. Justitificación

Proporcionar a la Universidad Politecnica en el area de Robotica una aplicación del

Filtro Kalman para la reducción de errores en la medición de sensores de proximidad

por software, lo cual permitira tener un mejor control y precisión al utilizar robots

moviles en cualquier aplicación.
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1.4. Objetivo general

Simulación del Filtro Kalman para la reducción de errores de medición en sensores

de proximidad.

1.5. Objetivos espećıficos

Analizar y describir el Filtro Kalmal Discreto y Filtro Kalman Extendido.

Implementación y simulación de Filtro Kalman Discreto para sensores de prox-

imidad infrarrojos y ultrasonicos.

Implementación y simulación de Filtro Kalman Extendido para sensores de prox-

imidad infrarrojos y ultrasonicos.

1.6. Cronograma de actividades

Tabla 1.1: Cronograma de actividades por semana
Actividades 1 2 3 4 5 6 7 8 9 10 11 12
Marco Teorico * * * *
Diseño e implementación * * * *
Pruebas y Resultados * * * *
Redacción del Documento * * * * * * * * * * * *

1.7. Recursos de hardware y software

Para el desarrollo de este proyecto, se requieren los recursos siguientes:
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1.7.1. Recursos de hardware

Memoria RAM 2G

Procesador Pentium 3

Disco duro de 80Gb

Sensores de proximidad

1.7.2. Recursos de software

Dev C++

1.8. Alcances y limitaciones

Desarrollar un metodo de SLAM para poder programar el Pololu 3pi y hacer

pruebas sobre el desempeo del robot en distintos ambientes.

Implementar un control odometrico por software para el Pololu 3pi, ya que no

cuenta con esta funcionalidad.

Calibrar y programar el uso de los sensores de proximidad.

Una limitación es que generalmente este tipo de algoritmos se desempeñan bien

bajo un contexto teórico o simulado.

Una segunda limitación es que su implementación en un robot, presenta dificul-

tades f́ısicas, a las cuales se les deberá ir haciendo las adecuaciones pertinentes.



Caṕıtulo 2

Marco teórico

2.1. Robotica Móvil

Los robots son sistemas complejos dif́ıciles de desarrollar. Integran múltiples sen-

sores y actuadores, tienen muchos grados de libertad(articulaciones) y deben reconciliar

tareas de tiempo real con sistemas que no pueden cumplir con los tiempos de entrega.

Los diseñadores de sistemas han tratado t́ıpicamente con arquitecturas para guiar la

construcción de robots proporcionando servicios computacionales a los subsistemas y

componentes [5].

La robótica móvil estudia a los robots que realizan tareas desplazándose autóno-

mamente en ambientes dinámicos y complejos, es decir, desde espacios interiores como

oficinas y casas, hasta exteriores como espacios terrestres, submarinos y sustentados

sobre el aire.

Estas habilidades llevan impĺıcita la capacidad de razonar sobre una representación

interna del mundo. Asi se define a un robot móvil cómo un dispositivo formado por

componentes f́ısicos y computacionales, divididos en cuatro subsistemas[CITA]:

Locomoción

Percepción

6
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Razonamiento

Comunicación

Los robots móviles cuentan con gran capacidad de desplazamiento, basados en carros

o plataformas y dotados de un sistema locomotor de tipo rodante. Siguen su camino

por telemando o guiándose por la información recibida de su entorno a través de sus

sensores.

En un principio tortugas motorizadas diseñadas en los años cincuenta, fueron las

precursoras y sirvieron de base a los estudios sobre inteligencia artificial desarrollados

entre 1965 y 1973 en la Universidad de Stanford.

Estos robots aseguran el transporte de piezas de un punto a otro de una cadena

de fabricación. Guiados mediante pistas materializadas a través de la radiación elec-

tromagnética de circuitos empotrados en el suelo, o a través de bandas detectadas

fotoeléctricamente, pueden incluso llegar a sortear obstáculos y están dotados de un

nivel relativamente elevado de inteligencia [3].

En los últimos años la investigación sobre robots móviles está adquiriendo gran

desarrollo. Ello se debe, en parte, al abaratamiento del hardware necesario para su con-

strucción, y en parte a la nueva concepción industrial de planta de fabricación flexible,

que requiere la reconfiguración de la secuencia de acciones necesarias para una produc-

ción variada, lo que a su vez exige facilidad de desplazamiento de los materiales entre

cualesquiera puntos de la industria [12]

Los robots móviles están provistos de patas, ruedas u orugas que los capacitan para

desplazarse de acuerdo a su programación. Elaboran la información que reciben a través

de sus propios sistemas de sensores y se emplean en determinado tipo de instalaciones

industriales, sobre todo para el transporte de mercanćıas en cadenas de producción

y almacenes. También se utilizan robots de este tipo para la investigación en lugares
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de dif́ıcil acceso o muy distantes, como es el caso de la exploración espacial y de las

investigaciones o rescates submarinos [2].

2.2. Construcción de Mapas

La construcción de un mapa del entorno mediante un robot móvil es uno de los

tópicos de investigación más importantes dentro de la robótica móvil y la inteligencia

artificial desde hace dos décadas y es un problema complejo debido a su naturaleza. La

capacidad de un robot móvil para construir un mapa de su entorno se considera que

es fundamental para conseguir una total autonomı́a. Es por eso que existen numerosos

trabajos dentro de esta área con este objetivo[CITA].

Para adquirir el mapa de un entorno, el robot móvil debe disponer de sensores que

le permitan percibir los objetos del mundo que le rodea. Entre estos sensores se pueden

citar; los sonares o ultrasonidos, infrarrojos, escáneres láser, cámaras mono o estéreo y

sensores de contacto. Todos estos sensores presentan como caracteŕıstica fundamental

la existencia de ruido en sus medidas, medidas que son referenciadas relativamente a

la posición (en la que se incluye la orientación) del robot. Es importante resaltar esta

caracteŕıstica, ya que el hecho de que el entorno no sea observable de manera global es

el origen de la dificultad del problema.

Existe otro tipo de sensores que permiten al robot medir su estado referenciado a un

sistema de coordenadas global, de forma total o parcial, como son el Global Positioning

System (GPS) y las brújulas. Sin embargo estos sensores externos no suelen funcionar

bien en interiores y en presencia de ruidos magnéticos (como los provocados por cor-

rientes eléctricas y aparatos muy comunes en los entornos de interiores con personas),

por lo que no son muy utilizados en aplicaciones de interiores. Además, se considera

especialmente interesante el caso de que el robot no tenga ninguna información abso-
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luta de su estado, por lo que aun siendo factible su utilización, muchos investigadores

abordan el problema de la construcción del mapa sin su ayuda.

En un proceso t́ıpico de construcción del mapa de un entorno, se inicia con un mapa

vaćıo o desconocido en el que el robot parte de una posición conocida (coordenadas);

comienza el proceso, y el robot es capaz de construir la parte del mapa cercana a su

posición, pero debido al limitado rango de los sensores, el robot debe moverse hacia las

zonas que quieran ser incluidas en el mapa.

Según se va desplazando hacia esas nuevas áreas, observa los objetos presentes en

ellas y va actualizando el mapa del entorno. El ruido de las medidas hace que el mapa

no sea exacto, pero a su vez el robot se mueve con desplazamientos de los que sólo se

tiene una estimación, con lo que su posición tampoco es exacta.

El procesamiento del mapa del entorno se puede realizar después de la adquisición

y almacenamiento de los datos sensoriales, con lo que el tiempo de procesamiento no es

cŕıtico, o se puede realizar incrementalmente, es decir a medida que llegan los datos de

los sensores. Si se desea que sea de manera incremental, se requiere que el tiempo de

procesamiento empleado en la actualización del mapa con la llegada de cada información

sensorial, sea inferior al periodo de muestreo de dichos sensores, si no se desea incurrir

en pérdida de información.

2.2.1. Dificultades

Sea cual sea el método o algoritmo empleado las principales dificultades encontradas

se pueden resumir en los siguientes puntos [7]:

Naturaleza y origen de los errores. El problema de la construcción de ma-

pas es el hecho de que de las observaciones hechas por el robot son relativas al

propio robot, y como el sistema de movimiento es inexacto, la posición del robot
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está caracterizada por una incertidumbre intŕınseca. En el caso de que el robot

no tuviera ruido en el movimiento, la construcción del mapa seŕıa muy sencilla ya

que éste seŕıa globalmente observable, y bastaŕıa realizar constantemente nuevas

medidas para disminuir la incertidumbre del mapa y obtener cada vez un mapa

más preciso.

Tamaño de los entornos. En entornos sencillos como ambientes domésticos o de

pequeñas oficinas, el tamaño del mapa a construir sea muy limitado. Sin embargo,

el sistema tiene que ser capaz de construir igualmente los mapas de entornos más

grandes como museos, almacenes, edificios públicos, etc., cuyo tamaño supone un

gran problema, ya que el costo computacional de los algoritmos de construcción

de mapas se incrementa con el tamaño del mismo.

Los entornos son dinámicos. La mayoŕıa de los algoritmos existentes se basan

en la denominada hipótesis de Markov[CITAR]: el único estado del mundo es

el que se está estimando. Es una simplificación común la suposición de que el

entorno es estático, y por lo tanto el estado de los objetos consta únicamente de

su posición. Se puede apreciar que esta suposición en un entorno con personas,

vulnera claramente la hipótesis anterior.

El problema de la correspondencia o asociación de datos. Si los objetos de

un mapa no son diferenciables unos de otros por sus cualidades intŕınsecas, la aso-

ciación de datos no se puede realizar determińısticamente, y sólo una estimación

probabilista de dicha asociación puede ser formulada.
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2.3. Localización y Mapeo Simultaneo (SLAM)

El SLAM es un proceso en el que un robot móvil puede construir un mapa de su

entorno y al mismo tiempo usar ese mapa para aproximar su localización. En SLAM,

la trayectoria del robot y las posiciones de los puntos de referencia están estimadas en

ĺınea sin la necesidad de un conocimiento previo de la localización.

El esquema general del problema del SLAM consta de cuatro pasos[referenciar]:

1. Adquirir la información sensorial.

2. Detectar los puntos de referencia marcados para identificar los puntos de interés

del entorno.

3. Establecer correspondencias entre lo observado y lo esperado. Esto asume analizar

lo observado con respecto a una base de datos o unos criterios bien definidos de

comparación para poder discernir qué es lo que está percibiendo el robot.

4. Cálculo de la posición. Gracias a la comparación realizada se puede hacer el cálculo

de la posición del robot.

El problema de localización y mapeo simultáneo, propone si es posible para un robot

móvil situarse en una posición desconocida dentro de un sistema también desconoci-

do y construir de forma incremental un mapa del entorno mientras simultáneamente

determina su posición utilizando el mapa.

La mayoŕıa de los algoritmos existentes en la literatura basan su solución al problema

SLAM en base a técnicas probabiĺısticas, y son este tipo de algoritmos los que alcanzan

sin duda los mejores resultados. Por lo que cualquier solución al problema SLAM que

utilice estas técnicas está fundamentada en el teorema de Bayes[referenciar].
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2.3.1. Fornulación Bayesiana del Problema SLAM

Todos los algoritmos relevantes existentes representan la posición del robot como

el entorno probabiĺısticamente, y utilizan la inferencia probabiĺıstica como herramien-

ta para transformar las medidas obtenidas en un mapa (también probabiĺıstico) del

entorno. La incertidumbre de los sensores y modelos del sistema deriva naturalmente

en una formulación basada en técnicas probabiĺısticas, por lo que el planteamiento del

problema desde esta perspectiva es el más adecuado a su naturaleza, y es por ello por

lo que la solución probabiĺıstica es la más extendida.

La base conceptual y matemática expĺıcita o impĺıcitamente en cualquier sistema

que aborde el problema SLAM desde la perspectiva probabiĺıstica, es el teorema de

Bayes. En un robot móvil construyendo un mapa se pueden distinguir dos tipos de

datos: las medidas propioceptivas [definir] del movimiento del robot y las medidas de

los sensores externos. Se puede asumir sin pérdida de generalidad, que dichas medidas

llegan secuencial y alternativamente en el tiempo:

υ1,z1,υ2,z2, . . . . . ., υt,zt, (2.1)

Donde la υ representa un desplazamiento relativo del robot y la z una medida sensorial,

y cuyos sub́ındices representan el instante de tiempo en el que fueron obtenidas, siendo

el tiempo t el instante actual. El estado del sistema xt en el instante de tiempo t

estará compuesto t́ıpicamente por la posición del robot st y la posición de cada uno de

los objetos del mapa

xt
∆
= st,mt,

(2.2)

El teorema de Bayes permite escribir la probabilidad de dicho estado condicionada al

conjunto de todos los datos recogidos hasta ese instante t p(xt|zt, ut) como expresa
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la ecuación 2.3. Es importante resaltar que esta función de probabilidad, representa

cualquier solución probabilista al problema SLAM.

p(xt|zt, ut) = p(st,mt|zt, ut) = ηp(zt|st,mt, z
t−1, ut)p(st,mt|zt−1, ut) (2.3)

Donde el supeŕındice ’t ’responde a la agrupación de todos los datos respectivos

desde el inicio hasta el instante t, y η es el factor de normalización de la función de

probabilidad.

zt = z1, z2, . . . , ztu
t = u1, u2, . . . , ut (2.4)

Si se considera que el único estado que existe es el representado por st mt (hipótesis

de Markov), la ecuación anterior se puede escribir como:

p(st,mt|zt, ut) = ηp(zt|st, mt, z
t−1, ut) (2.5)

La ley de probabilidad total permite expresar el segundo factor del término de la

derecha de la siguiente manera:

p(st,mt|zt−1, ut) =
∫ ∫

p(st, mt|zt−1, ut, st−1,mt−1)p(st−1,mt−1|zt−1, ut)dst−1dmt−1

(2.6)

Y la reutilización de la hipótesis de Markov y la hipótesis (más que razonable) de

que el movimiento del robot es independiente del mapa lleva a:

p(st,mt|zt−1, ut) =
∫

p(st|ut−1)p(st−1,m|zt−1, ut)dst−1 (2.7)

Se puede expresar entonces:

p(st,m|zt, ut) = ηp(zt|st,mt)
∫

p(st|ut, st−1)p(st−1,m|zt−1, ut−1)dst−1 (2.8)
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El problema aśı formulado puede ser abordado recursivamente, necesitando en cada

instante de tiempo únicamente los datos sensoriales (con su probabilidad) obtenidos

en ese instante y la función de probabilidad del estado en el instante anterior. Es esta

expresión anterior(ecuacin 2.8) la que recibe el nombre de Filtro de Bayes en el problema

SLAM. Para que esta expresión pueda ser evaluada se requieren dos modelos o funciones

de probabilidad denominadas generativas, y que corresponden a la información (con su

probabilidad) tanto del sistema odométrico como del sistema de percepción externo.

Estas dos funciones suelen ser invariantes en el tiempo y por tanto no suelen depender

de la variable t.

Modelo de medida p(zt|st,mt)

Modelo de movimiento p(st|ut, st−1)

El principal problema es que la ecuación del Filtro de Bayes no puede ser resuelta

ni implementada en su forma general. Por lo tanto es necesaria la realización de sim-

plificaciones, suposiciones o hipótesis añadidas para su solución.

2.3.2. Principales Algoritmos

a) Filtro extendido de Kalman

Una de las soluciones a la ecuación del Filtro de Bayes más extendida es la basada

en el Filtro de Kalman. El EKF se puede derivar de la suposición de que la

probabilidad del estado p(st, m|zt, ut) se puede modelar por una distribución de

probabilidad unimodal gaussiana multidimensional, caracterizada por su valor

esperado (media) y su matriz de varianzas y covarianzas (en lo sucesivo matriz

de covarianza)[referenciar]:

xt = st,mt ⇐⇒ ~x(k)

~x(k) ∼ N(~̂x(k|k), P (k|k)
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Donde

~̂x(k|k) = E(~x(k))

P (k|k) = E[(~x(k)− ~̂x(k|k))(~x(k)− ~̂x(k|k))T ]

Por la propia naturaleza del EKF, esta solución requiere el uso de un mapa métri-

co geométrico[referenciar], basado en elementos discretos con caracteŕısticas ge-

ométricas para poder ser parametrizados en el vector de estado a estimar por el

algoritmo.

El EKF tiene como ventaja que es capaz de mantener la estimación a posteriori

completa de forma incremental, a costa de realizar la suposición de que tanto el

ruido del sistema de movimiento (odometria) como del sistema sensorial pueden

ser aproximados por una distribución normal.

El EKF requiere para el cálculo de su matriz de covarianzas que los modelos

de movimiento y de medida, que no son lineales, sean previamente linealizados.

Generalmente se supone que esta linealización es aceptable, y que los errores

cometidos son pequeños, lo que es asumido por las implementaciones existentes.

Las principales desventajas de este algoritmo son las siguientes:

El coste computacional crece al cuadrado con el numero ’n’de objetos del ma-

pa siendo O(n2), aśı que no puede ser aplicado para mapas arbitrariamente

grandes.

La asociación de datos no queda resuelta por el algoritmo, esta asociación

debe ser realizada en el instante en el que se realizan las medidas, con la es-

timación del mapa disponible en ese momento, por lo que la correspondencia

puede llegar a ser bastante incierta.
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La hipótesis de distribución gaussiana no es capaz de acomodar observaciones

ambiguas y tampoco responde correctamente a las no linealidades de los

modelos.

b) Mapa de ocupación de celdillas

Este algoritmo se basa en la discretizacion del entorno en una rejilla bidimension-

al, en la que cada celdilla mantiene el valor de la probabilidad de estar ocupada.

Para la construcción de un mapa OG[Definir] es necesaria la hipótesis de que las

posiciones del robot son conocidas, lo que es conocido como el problema de con-

strucción de mapas con posiciones conocidas. Estas posiciones son normalmente

estimadas con un algoritmo de localización local, con la suposición de que el error

cometido en el movimiento del robot (odometria) es pequeño. A partir de esta

posición se resuelve el problema de decidir a partir de las medidas con ruido de

los sensores (sonares o láser) qué celdillas de la rejilla están libres u ocupadas.

Este algoritmo tiene como ventajas que es muy robusto, que no hace suposiciones

acerca de la geometŕıa del mundo, que puede ser aplicado incrementalmente y que

su implementación es sencilla. También es importante su capacidad de modelar

no solo las zonas ocupadas, sino de distinguir las zonas que han sido exploradas

y están libres de objetos, de las zonas que no han sido exploradas. Es por este

motivo que su popularidad es enorme para tareas de navegación, en especial para

planificación de trayectorias.

Su principal desventaja es, que no tiene en cuenta la incertidumbre de la posición

del robot, sino que requiere el conocimiento de su posición, por lo que no es con-

siderada como una solución completa al problema SLAM, sino únicamente como

una solución parcial. Su capacidad para cerrar bucles correctamente es teórica-

mente escasa, aunque depende del algoritmo utilizado para la corrección de la
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posición del robot.

c) Máxima Probabilidad Incremental

La idea básica de este algoritmo consiste en construir un único mapa a medida

que llegan los datos, pero sin mantener una noción de la incertidumbre del mismo

o de la posición del robot. Simplemente se mantienen el mapa y la posición del

robot más probable en cada instante, que se pueden obtener según [11] mediante

la siguiente maximización:

s∗t ,m
∗
t = argst,mt

maxp(zt|st,mt)p(st,mt|ut, s
∗
t−1,m

∗
t−1) (2.9)

Esta maximización se suele limitar al cálculo de la posición del robot más prob-

able entre el conjunto de posiciones posibles, cada vez que llega una información

sensorial, lo que hace factible un tiempo de procesamiento muy limitado.

Este algoritmo puede ser por lo tanto aplicado incrementalmente, pero sin embar-

go y dado que no almacena la información de incertidumbre de ninguna forma,

su capacidad para cerrar bucles correctamente es nula como se muestra es nu-

la ya que la información que llega en cada iteración se congela después de la

maximización y ya no puede ser modificada de ninguna forma mediante datos

posteriores. Aśı, aunque la estimación local obtenida es relativamente correcta, la

estimación después de cerrar un bucle puede degenerar totalmente.

d) Algoritmos h́ıbridos

Para solucionar las limitaciones del algoritmo de Máxima Probabilidad Incremen-

tal, surgen una serie de algoritmos h́ıbridos que plantean una solución intermedia

entre la obtención de el mapa más probable (Máxima Probabilidad Incremental),

que prescinde de toda noción de incertidumbre, y la estimación de la función de
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probabilidad del mapa completo (EKF), que mantiene la información de incer-

tidumbre de modo completo. Estas soluciones mantienen la incertidumbre de la

posición del robot de uno u otro método, y realizan la estimación del mapa más

probable como respuesta a la simplificación del filtro de Bayes, correspondiente

al problema de la localización con un mapa dado:

p(st|zt, ut) = ηp(zt|st)
∫

p(st|ut, st−1)p(st−1|zt−1, ut−1)dst−1 (2.10)

En el momento en que cualquiera de los dos algoritmos encuentra la información

topológica correspondiente al cerramiento de un bucle con la suficiente seguridad,

calcula la corrección en la posición del robot y transmite esta corrección propor-

cionalmente a lo largo del bucle del mapa. Las correcciones en el mismo son por

lo tanto, discretas en el tiempo y sólo en los instantes en los que se identifica esta

situación.

e) Maximización de la esperanza

La aplicación del algoritmo Maximización de la Esperanza al problema SLAM,

intenta encontrar el mapa más probable mediante un algoritmo recursivo (hill-

climbing) sin mantener la función de probabilidad del mismo. Para poder lograr

esto se necesitan todos los datos capturados a lo largo de la trayectoria del robot

en el entorno y no se puede aplicar incrementalmente. Sin embargo tiene la ventaja

de que es capaz de manejar intŕınsecamente el problema de la asociación de datos.

Formalmente se plantea la obtención de este mapa más probable como:

Realizando las transformaciones necesarias [Thrun98b], se puede obtener la ex-

presión equivalente cuya maximización equivale a la anterior:

m∗ = argmaxm

∫
. . .

∫ t∏

i=1

p(zi|si,m)
t∏

i=1

p(si+1|ui, si)ds1 . . . dst (2.11)
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Esta ecuación no se puede implementar en la práctica, por lo que se recurre

al algoritmo Maximización de la Esperanza que estima el mapa más probable

trepando en el espacio de probabilidad de los mapas, iterando en dos fases:

Una primera fase E (E - xpectation) en la que se obtiene el camino más prob-

able para un mapa dado. Esta fase corresponde al problema de localización del

robot en un mapa dado con todo el conjunto de datos almacenado a lo largo del

experimento.

La segunda fase M (M-aximization) calcula el mapa más probable dadas las posi-

ciones del robot calculadas en la fase E. Esta etapa se puede llevar a cabo con

un algoritmo de los descritos anteriormente, como el de ocupación de celdillas. Se

parte de la estimación del camino, y de un mapa vaćıo, aśı que el algoritmo itera

hasta que la estimación del camino del robot y del mapa se estabiliza.

Este algoritmo resuelve el problema de la asociación de datos, realizando varias

pasadas al conjunto total de datos, de tal forma que al relocalizar el robot con el

mapa generado anteriormente y volver a generar el mapa, la asociación de datos

puede ser distinta en cada pasada, llevando a la asociación de datos que produce

el mapa más probable.

f) Solución Factorizada del Filtro de Bayes

La Factored Solution to SLAM o FastSLAM, fundamenta su formulación en la

independencia condicional, que permite factorizar la funcin de probabilidad 2.8

del Filtro de Bayes, suponiendo la asociacin de datos como establecida, segn:

p(st, m|zt, ut) = p(st|zt, ut)
n∏

i=1

p(mi|st, zt, ut) (2.12)

Esta ecuación, que corresponde a una factorización de la probabilidad del mapa,
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es exacta y aplicable siempre en las mismas condiciones que la ecuación del filto

de Bayes y no corresponde en modo alguno a una simplificación o reducción de la

misma.

Una de las ventajas de este método es que es capaz de manejar las no linealidades

del modelo del movimiento gracias al filtro de part́ıculas.

Otra de las ventajas es que la asociación de datos se realiza para cada part́ıcula,

lo que permite la gestión de observaciones ambiguas de una forma mucho más

robusta que en el EKF.

Esta solución, aunque aun presenta algunas carencias, sobre todo en la gestión de

la representación necesaria para conseguir la reducción logaŕıtmica, parece muy

prometedora [7].



Caṕıtulo 3

Implementación

Da ejemplos de las principales tareas que realiza el sistema desarrollado según los

roles de los usuarios o la interacción del investigador con las herramientas de software

utilizadas en la investigación.

3.1. El filtro de Kalman

Dentro de la caja de herramientas importantes de las herramientas matemáticas

que se pueden utilizar para estimaciones estocásticas de las mediciones de ruido del

sensor, una de las más conocidas y herramientas de uso frecuente es lo que se conoce

como el filtro de Kalman. El filtro de Kalman es el nombre después de Rudolph E.

Kalman, quien en 1960 publicó su famoso art́ıculo que describe una solución recursiva

al problema de filtración datos discretos lineales (Kalman 1960). Desde el momento

de su introducción, el filtro de Kalman ha sido objeto de una amplia investigación y

aplicación, particularmente en el área de navegación autónoma o asistida. Es probable

que esto debido en gran parte a los avances en la computación digital que permite el

uso de la práctica del filtro, sino también a la relativa simplicidad y robustez del filtro

en śı mismo. Rara vez las condiciones necesarias para la optimalidad existen realmente,

21
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y sin embargo, al parecer, el filtro funciona bien para muchas aplicaciones, a pesar de

esta situación.

3.2. El filtro Kalman discreto

Esta sección describe el filtro en su formulación original (Kalman 1960) donde el las

mediciones se producen y el estado se estima en puntos discretos en el tiempo.

3.2.1. El proceso de ser estimado

El filtro Kalman aborda el problema general de tratar de estimar el estado x ∈ <n

de un proceso controlado en tiempo discreto que se rige por la ecuación de diferencia

estocástica lineal

xk = Axk−1 + Buk + wk−1 (3.1)

con una medición z ∈ <m que es

zk = Hxk + vk (3.2)

Las variables aleatorias wk y vk representan el proceso y la medición del ruido (Re-

spectivamente). Que se supone que son independientes (entre śı), y con distribuciones

de probabilidad normal

p(w) ∼ N(0, Q), (3.3)

p(v) ∼ N(0, R). (3.4)

En la práctica, las matrices de covarianza de ruido del proceso Q y la covarianza

de ruido de la medición R pueden cambiar con cada paso de tiempo o de medición, sin

embargo aqúı se asume son constantes.
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La matriz A de n x n en la ecuación diferencial (3.1) se refiere al estado en el paso de

tiempo anterior k− 1 al estado en el paso actual k, en la ausencia de cualquier función

de manejo o el ruido del proceso. Tenga en cuenta que en la práctica A podŕıa cambiar

con cada paso de tiempo, pero aqúı se asume que es constante. La matriz B de n x l se

relaciona la entrada de control opcional u ∈ <l al estado x. La matriz H de m x n en la

ecuación de medición (3.2) se relaciona con el estado de la medición zk. En la práctica

H podria cambiar con cada paso de tiempo o medición, pero en este caso suponemos

que es constante.

Definimos x̂−k ∈ <n (nótese el ”super menos”) a nuestro estado estimado a priori

en el paso k dado el conocimiento del proceso antes de la etapa k, y x̂k ∈ <n nuestro

estado estimado posteriori en el paso k dada la medición zk. Podemos definir entonces

un a priori y un posteriori cálculo del error como

e−k ≡ xk − x̂−k , y

ek ≡ xk − x̂k

La covarianza de error estimada a priori es entonces

P−
k = E[e−k e−T

k ], (3.5)

y una estimación a posteriori de covarianza de error

Pk = E[eke
T
k ]. (3.6)

En la obtención de las ecuaciones para el filtro de Kalman, comenzamos con el

objetivo de encontrar una ecuación que calcula una estimación del estado a posteriori

x̂k como una combinación lineal de una estimación a priori x̂−k y una diferencia de
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peso entre una medida real zk y una medición de predicción Hx̂−k , como se muestra a

continuación en la ecuación (3.7).

x̂k = x̂−k + K(zK −Hx̂−k ) (3.7)

La diferencia (zK −Hx̂−k ) en la ecuación (3.7) se llama la medida de innovación, o

residuo. El residuo refleja la discrepancia entre la medida prevista Hx̂−k y la medición

real z− k. Un residuo de cero significa que los dos están en completamente de acuerdo.

La matriz K de n x m en la ecuación (3.7) es elegida para ser la ganancia o el

factor de mezcla que minimiza la covarianza de error a posteriori ecuación (3.6). Esta

reducción puede ser realizado primero sustituyendo la ecuación (3.7) en la definición an-

terior para ek, sustituyéndola en la ecuación (3.6), realizando las expectativas indicadas,

tomando la derivación del seguimiento de los resultados con respecto a K, estableciendo

ese resultado igual a cero, y entonces resolviendo para K. Una forma como resultado

de K que minimiza la ecuación (3.6) esta dada por

Kk = P−
k HT (HP−

k HT + R)−1

=
P−

k HT

HP−
k HT + R

(3.8)

En cuanto a la ecuación (3.8) vemos que a medida que la covarianza de error de

medición R se aproxima a cero, la ganancia de peso K es residual en gran medida.

Especificamente,

ĺım
Rk−→0

Kk=H−1

Por otro lado, como la covarianza de error estimada a priori P−
k se aproxima a cero,

el residuo del peso de la ganancia K es menor al exceso. Especificamente,



CAPÍTULO 3. IMPLEMENTACIÓN 25

ĺım
P−

k
−→0

Kk=0

Otra forma de pensar acerca de la ponderación de K es que como la covarianza

del error de medición R se aproxima a cero, la medida real zk es ”de confiar”más y

más, mientras que la medida prevista Hx̂−k es cada vez menos de confiar. Por otro lado,

como la covarianza del error estimado a priori P−
k se aproxima a cero la medición real

zk cada vez es menos de confiar, mientras que la medida prevista Hx̂−k es cada vez más

de confiar.

3.2.2. El algoritmo del filtro de Kalman discreto

El filtro de Kalman estima un proceso mediante el uso de una forma de control

de retroalimentación: el filtro estima el estado del proceso en algún momento y luego

obtiene la retroalimentación en forma de (ruido) mediciones. Por lo tanto, las ecua-

ciones del filtro Kalman caen en dos grupos: las ecuaciones de actualización del tiempo

y las ecuaciones de actualización de la medición. Las ecuaciones de actualización de

tiempo son responsables de proyectar hacia adelante (en el tiempo) el estado actual

y la estimación de la covarianza estimada para obtener el próximo paso del tiempo

estimado a priori. Las ecuaciones de actualización de la medición son responsables de

la retroalimentación P/E la incorporación de una nueva medición en una estimación a

priori para obtener una mejor una estimación a posteriori.

Las ecuaciones de actualización de tiempo, también se pueden considerar como las

ecuaciones de predicción, mientras que las ecuaciones de actualización de la medición

pueden ser consideradas como ecuaciones de correción. De hecho, la última estimación

del algoritmo es similar a la de un algoritmo predictor-corrector para la resolución de

problemas numéricos como se muestra en la Figura 3.1.

Las ecuaciones espećıficas para el tiempo y la actualización de la medicion son
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Figura 3.1: Traducir el pie de imagen

presentadas a continuación en la tabla cuadro 3.1 y 3.2.

Tabla 3.1: Ecuaciones de actualización de Tiempo Filtro de Kalman Discreto

x̂−k = Ax̂k−1 + Buk (3.9)

P−
k = APk−1A

T + Q (3.10)

Una vez más cuenta de cómo las ecuaciones de actualización del tiempo en la tabla

3.1 de las estimaciones de la covarianza y el estado del proyecto hacia adelante del paso

de tiempo k-1 al paso k. A y B son de la ecuación (3.1), mientras que Q es de la ecuación

(3.3).

Tabla 3.1: Ecuaciones de actualización de medición Filtro de Kalman Discreto

Kk = P−
k (HP−

k HT + R)−1 (3.11)

x̂k = x̂−k + Kk(zk −Hx̂−k ) (3.12)

Pk = (I −KkH)P−
k (3.13)

La primer tarea en la actualización de la medición consiste en calcular la ganancia

de Kalman, Kk. Note que la ecuación dada aqúı como la ecuación (3.11) es la misma

que la ecuación (3.8). El siguiente paso es obtener la medición del proceso real zk, a

continuación, generar una estimación del estado a posteriori mediante la incorporación
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de la medición como en la ecuación (3.12). La ecuación (3.12) es simplemente la ecuación

(3.7) repetida aqúı por completes. El paso final es obtener una estimación de covarianza

del error a posteriori a través de la ecuación (3.13).

Después de cada tiempo y un par de actualizaciones de la medición, se repite el

proceso con la anterior estimación a posteriori utilizada para proyectar o predecir la

nueva estimacion a priori. Esta naturaleza recursiva es una de las caracteŕısticas más

atractivas del filtro de Kalman, que hace que la prácticamente las implementaciones

mucho más factible . El filtro de Kalman en lugar de forma recursiva las condiciones

de la estimación actual de todos los de las mediciones anteriores. La Figura 4.2 a

continuación ofrece un panorama completo de la operación del filtro, combinando el

diagrama de alto nivel de la figura 4.1, con las ecuaciones de la tabla 3.1 y la tabla 3.2.

Figura 3.2: Una completa imagen de la operacin del Filtro Kalman, combinando el
diagrama de alto nivel de la figura 3.1 con las ecuaciones de la tabla 3.1 y 3.2
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3.3. Filtro Kalman Extendido

3.4. Un ejemplo: El cálculo de una constante aleato-

ria

3.4.1. El modelo del proceso

En este sencillo ejemplo vamos a tratar de estimar una constante aleatoria escalar,

una medicion de sensor infrerojo por ejemplo. Supongamos que tenemos la capacidad

para tomar mediciones de la constante, pero que las mediciones están dañados por un

ruido blanco de 0.1 de medición. En este ejemplo, el proceso se rige por la ecuación

diferencial lineal

xk = Axk−1 + Buk + wk,

= xk−1 + wk

con una medición z ∈ <1 que es

zk = Hxk + vk,

= xk + vk

El estado no cambia de paso a paso aśı que A=1. No hay entrada de control aśı que

u= 0. Nuestra medición de ruido es de forma directa el estado aśı que H=1. (Nótese

que dejó caer el sub́ındice k en varios lugares ya que los parámetros respectivos quedan

constantes en nuestro modelo simple.)

3.4.2. Las ecuaciones del Filtro y los Parámetros

Nuestras ecuaciones de actualización de tiempo son
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x̂−k = x̂k−1 , P−
k = Pk−1 + Q ,

y las ecuaciones de actualización de medición son

Kk = P−
k (P−

k + R)−1

=
P−

k

P−
k + R

, (3.14)

x̂k = x̂−k + Kk(zk − x̂−k ) ,

Pk = (1−KkP
−
k ) .

Suponiendo una variación del proceso muy pequeña, dejamos Q = 1e - 5. (Desde

luego, podŕıamos dejar Q = 0 pero suponiendo un valor pequeño, pero no cero nos

da más flexibilidad en el .ajuste”del filtro como se demostrará más adelante.) Vamos a

suponer que por experiencia sabemos que el verdadero valor de la constante aleatoria

tiene una distribución de probabilidad normal estándar, por lo que será la ”semilla”de

nuestro filtro con la conjetura de que la constante es 0. En otras palabras, antes de

comenzar dejamos x̂k−1 = 0.

Del mismo modo necesitamos elegir un valor inicial para Pk−1, llamado P0. Si tu-

viéramos absoluta certeza de que nuestra estimación del estado inicial x̂0 = 0 fue

correcta, dejamos P0 = 0. Sin embargo dada la incertidumbre en la estimación inicial

x̂0, selecciónando P0 = 0 podŕıa causar que el filtro inicialmente y siempre crea que

x̂k = 0. Como resultado, la alternativa no es cŕıtica. Podŕıamos elegir casi cualquier

P0 6= 0 y el filtro podria converger con el tiempo. Vamos a empezar nuestro filtro con

P=1.
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3.4.3. Las simulaciones

Para empezar, se escogió el valor idoneo del sensor infrarrojo el cual sera nuestra

constante escalar z=512 (no hay un ”sombrero”en la la z, ya que representa la ”verdad”).

A continuación se simularon 20 veces 100 mediciones distintas zk con un error distribuido

normalmente en torno a cero, con una desviación estándar de 0,1 (recordar se presume

que las mediciones están afectadas por un 0.1 de medición de ruido blanco)

En la primera simulación fijamos la varianza de la medición en R = (0,1)2 = 0,01.

Porque esta es la ”verdadera”varianza del error de medición, podŕıamos esperar que el

”mejor”desempeño en términos de capacidad de respuesta de equilibrio y la varianza

estimada. Esto se hará más evidente en la simulación de la segunda y tercera. Figura

4.4 muestra los resultados de la mejor simulación. El verdadero valor de la constante

aleatoria x=512 está dada por la ĺınea continua, las mediciones de ruido marcas en

forma de cruz, y la estimación del filtro por la curva restante.

Figura 3.3: De las 20 simulaciones realizadas se presenta la de mejor desempeo. Los
valores-verdaderos de la constante aleatoria está dada por la ĺınea continua, las medi-
ciones de ruido por las marcas de cruz, y la estimación del filtro por la curva restante.
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Al considerar la opción P0 de arriba, hemos mencionado que la elección no era cŕıtica

como P0 = 0 porque el filtro finalmente converge. A continuación en la Figura 4.5 se

presenta el valor de Pk contra el valor de la iteración. Por la iteración número 100, que

se ha establecido a partir de la inicial (en bruto) elección de 0.01 a aproximadamente

0,0002.

Figura 3.4: Después de 100 iteraciones, nuestra inicial covarianza de error Pk elejida
como 0.01 se ha asentado cerca de 0.002

En la Figura 4.6 y Figura 4.7 a continuación podemos ver lo que ocurre cuando R

se incrementa o se disminuye en un factor de 100, respectivamente. En la figura 4.6

el filtro se ha dicho que el varianza de medición fue 100 veces mayor (R=0.01) lo que

será mas lento

Mientras que la estimación de una constante es relativamente sencillo, que demuestra

claramente el funcionamiento del filtro de Kalman. En la figura 4.6, en particular, la

Kalman ”filtrado”es evidente que la estimación aparece considerablemente más suave

que las mediciones de ruido.
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Figura 3.5: Segunda Simulación R=1. El filtro es más lento de responder a las medi-
ciones, lo que resulta en la estimación de varianza reducida.

Figura 3.6: Tercera Simulación. El filtro responde a mediciones con rapidez, lo que
aumenta la varianza de estimación.



Caṕıtulo 4

Elementos Matematicos

4.1. Probabilidad y variables aleatorias

4.1.1. Probabilidad

La mayoŕıa de nosotros tenemos alguna idea de lo que se entiende por una ocurrencia

al äzar”, o la probabilidad de que algún evento en un espacio muestral se va a producir.

Formalmente, la probabilidad de que el resultado de un evento discreto (por ejemplo,

un cara o cruz) favorecerá a un evento en particular se define como

p(A)=Posibles resultados a favor de un evento A/Número total de posibles resulta-

dos

La probabilidad de un resultado a favor de cualquier A o B está dada por

p(A ∪B) = p(A) + p(B)(2,1) (4.1)

Si la probabilidad de los dos resultados es independiente (no afecta a la otra), entonces

la probabilidad de ambos ocurre es el producto de sus probabilidades individuales:

p(A ∪B) = p(A) · p(B)(2,2) (4.2)

Por ejemplo, si la probabilidad de ver una lado de una moneda en cara o cruz es 1/2,

33
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entonces la probabilidad de encontrar caras de ambos de dos monedas al mismo tiempo

es 1/4. (Es evidente que el resultado de un lanzamiento de moneda no afecta a la otra.)

Finalmente, la probabilidad de un resultado A dado la ocurrencia de un resultado

B se llama probabilidad condicional de A dado B, y se define como:

p(A|B) =
p(A ∩B)

p(B)
(2,3) (4.3)

4.1.2. Variables aleatorias

A diferencia de eventos discretos, en el caso de seguimiento y captura de movimiento,

estamos más interesados con la aleatoriedad asociada con un continuo voltaje eléctrico

o tal vez un movimiento del usuario. En cada caso, podemos pensar en el tema de

interés como una variable aleatoria continua. Una variable aleatoria es esencialmente

una función que mapea todos los puntos en el espacio real de los números reales. Por

ejemplo, la variable aleatoria continua podŕıa asignar tiempo a la posición. En cualquier

punto en el tiempo, nos diŕıa la posición esperada.

En el caso de variables aleatorias continuas, la probabilidad de cualquier evento

discreto A es de hecho 0. Esto es p(A) = 0 En lugar de eso sólo se puede evaluar la

probabilidad de eventos dentro de un cierto intervalo. Una función común que repre-

senta la probabilidad de variables aleatorias es definida como la función de distribución

acumulativa

FX(x) = p(−∞, x)(2,4) (4.4)

Esta función representa la probabilidad acumulada de la variable aleatoria continua X

para todos los eventos ( incontables) hasta e incluyendo x. Propiedades importantes de

los efectos acumulativos función de densidad son:

1. FX(x) → 0 como x → −∞
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2. FX(x) → 1 como x → +∞

3. FX(x) es una funcion no decreciente de x

Aún más frecuente usada la ecuación (2.4) es su derivado, conocido como la función

densidad de probabilidad:

fX(x) =
d

dx
FX(x)(2,5) (4.5)

Siguiendo con las propiedades anteriormente dado de la función de probabilidad acu-

mulada, la función de densidad también tiene las siguientes propiedades:

1. fX(x) no es una función negativa

2.
∫∞
−∞ fX(x)dx = 1

Por último destacar que la probabilidad en cualquier intervalo [a, b]se define como:

PX [a, b] =
∫ b
a fX(x)dx

Aśı que en lugar de sumar las probabilidades de eventos discretos como en la ecuación

(2.1) para una variable aleatoria continua integra la función densidad de probabilidad

sobre los intervalo de interés.

4.1.3. La Media y la Varianza

La mayoŕıa de nosotros estamos familiarizados con la noción de la media de una

secuencia de números. Para algunos N muestras de una variable aleatoria discreta X,

la media o promedio de la muestra está dada por

X = X1+X2+...+XN

N
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Debido a que en el seguimiento que se trata de señales continuas con un espacio

de muestra incontable), es útil pensar en términos de un número infinito de pruebas,

y en consecuencia el resultado que habŕıa esperar para ver si tomamos muestras de

la variable aleatoria infinita, cada vez que veamos a uno de los n posibles resultados

X1 . . . Xn. En este caso, el valor esperado de la variable aleatoria discreta puede ser

aproximada por un promedio de eventos ponderado por su probabilidad:

X ≈ (p1N)X1+(p2N)X2+...+(pnN)XN

N

En efecto, de los N ensayos, podriamos esperar para ver (p1N) ocurrencias del

evento X1, etc. Esta noción de ejemplos infinitos conduce a la definición convencional

del valor esperado para variables aleatorias discretas.

Valor esperado de X=

E(X) =
n∑

i=1

pixi(2,6) (4.6)

Para n posibles resultados x1 . . . xn y probabilidades correspondientes p1 . . . pn. Del

mismo modo para la variable aleatoria continua el valor esperado se define como

Valor esperado de X=

E(X) =
∫ ∞

−∞
xfX(x)dx(2,7) (4.7)

Por último, señalamos que la ecuación (2.6) y la ecuación (2.7) pueden ser aplicadas

a las funciones de la variable aleatoria X de la siguiente manera:

E(g(X)) =
n∑

i=1

pig(xi)(2,8) (4.8)

Y

E(g(X)) =
∫ ∞

−∞
g(x)fX(x)dx(2,9) (4.9)

El valor esperado de una variable aleatoria es también conocido como el primer mo-

mento estad́ıstico. Nosotros podemos aplicar la noción de la ecuación (2.8) o (2,9),
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dejando g(X) = Xk, para obtener el kesimo momento estad́ıstico. En el kesimo momento

estad́ıstico de una variable aleatoria continua X está dada por

E(Xk) =
∫ ∞

−∞
xkfX(x)dx(2,10) (4.10)

Es de particular interés en general, y para nosotros en particular, el segundo momento

de la variable aleatoria. El segundo momento esta dado por

E(X2) =
∫ ∞

−∞
x2fX(x)dx(2,11) (4.11)

Cuando tenemos g(X) = X − E(X) y aplicamos la ecuación (2.11), obtenemos la

varianza de la señal sobre la media. En otras palabras,

Varianza X = E[(X − E(x))2]

= E(X2)− E(X)2

La varianza es una propiedad estad́ıstica de gran utilidad para las señales aleatorias,

porque si conociéramos la varianza de una señal de que se supońıa iba a ser de otra

manera çonstante”en torno a algunos valores de la media, La magnitud de la varianza

nos daŕıa una idea de la cantidad de jitter o ruido”en la señal.

La ráız cuadrada de la varianza, conocida como la desviación estándar, es también

una unidad de medida estad́ıstica util, porque mientras que siempre sea positiva, tiene

(a diferencia de la varianza) las mismas unidades que la señal original. La desviación

estándar está dada por

Desviación Estándar de X= σX =
√

varianza de X

4.1.4. Distribución Normal o Gaussiana

Una distribución de probabilidad especial conocida como la Distribución Normal o

Gaussiana históricamente ha sido popular en el modelado de sistemas aleatorios por una
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variedad de razones. Pues resulta que, muchos de los procesos aleatorios que ocurren

en la naturaleza en realidad parecen ser normalmente distribuidos, o muy cerca.

De hecho, bajo ciertas condiciones moderadas, se puede demostrar que una suma de

variables aleatorias con cualquier distribución tiende hacia una distribución normal. El

teorema que afirma formalmente esta propiedad se llama el teorema del ĺımite central.

Por último, la distribución normal tiene algunas propiedades agradables que la hacen

matemáticamente tratable e incluso atractiva.

Dado un proceso aleatorio X ∼ N(µ, σ2), es decir, un proceso aleatorio continuo X

que es distribuido normalmente con media µ y varianza σ2 (desviación estándar σ), la

función densidad de probabilidad para X está dada por

fX(x) = 1√
2Πσ2

e−
1
2

(x−µ)2

σ2

Para −∞ < x < ∞. Cualquier función lineal de un proceso de distribución nor-

mal aleatorio (variable) es también un proceso aleatorio normalmente distribuido. En

particular, si X ∼ N(µ, σ2) y Y = aX + b, entonces

Y ∼ N(aµ + b, a2σ2)(2,12) (4.12)

La función densidad de probabilidad para Y entonces está dada por

fY (y) =
1√

2Πa2σ2
e−

1
2

(y−(aµ+b))2

a2σ2 (2,13) (4.13)

Por último, si X1 y X2 son independientes (véase la sección 2.5), X1 ∼ N(µ1, σ
2
1) y

X2 ∼ N(µ2, σ
2
2), entonces

X1 + X2 ∼ N(µ1 + µ2, σ
2
1 + σ2

2)(2,14) (4.14)

y la función densidad se convierte en

fX(x1 + x2) =
1√

2Π(σ2
1σ

2
2)

e
− 1

2

(x−(µ1+µ2))2

(σ2
1
+σ2

2
) (2,15) (4.15)
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4.1.5. Independencia continua y Probabilidad Condicional

Finalmente observamos que, como con el caso discreto y ecuaciones (2.2) y (2.3)

la independencia y probabilidad condicional están definidas para variables aleatorias

continuas. Dos variables aleatorias continúas X y Y se dice que son estad́ısticamente

independientes si su probabilidad conjunta fXY (x, y) es igual al producto de sus prob-

abilidades individuales. En otras palabras, son consideradas independientes si

fXY (x, y) = fX(x)fY (y)

Figura 4.1: Función de la distribución de probabilidad Normal o Gaussiana

4.1.6. Regla de Bayes

Además, la regla de Bayes se sigue de la ecuación (2.3), ofreciendo una manera de

especificar la densidad de probabilidad de la variable aleatoria X dada (en la presencia

de) la variable aleatoria Y . La regla de Bayes está dada como

fX|Y (x) =
fX|Y (y)fX(x)

fY (y)
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4.1.7. Continuo-discreto

Dado un proceso discreto X y un proceso continuo Y , la función discreta de prob-

abilidad de masa para X condicionada en Y = y está dada por

pX(x|Y = y) =
fY (y|X = x)pX(x)∑
z fY (y|X = z)pX(z)

(2,16) (4.16)

Tenga en cuenta que esta fórmula ofrece una probabilidad discreta basada en la densidad

acondicionada, sin ninguna integración.

4.1.8. Ruido Blanco

Un caso importante de una señal aleatoria es el caso donde la función de autocor-

relación es una función delta de dirac δ(τ) el cual tiene valor cero en todas partes,

excepto cuando τ = 0. En otras palabras es decir, el caso donde

RX(τ) =

para alguna magnitud constante A. En este caso especial donde la autocorrelación

es un ”pico”la transformada de Fourier resulta en un espectro de frecuencia constante.

Como se muestra en la siguiente figura

Figura 4.2: El ruido blanco se muestra tanto en el tiempo (izquierda) y el dominio de
la frecuencia (derecha).

Esto es de hecho una descripción de ruido blanco, el cual se pensó teniendo un peso en

todas las frecuencias del espectro, y siendo completamente sin correlación con el mismo
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en cualquier momento excepto en el presente (τ = 0). Esta última interpretación es

lo que lleva las señales de ruido blanco para ser llamadas independientes. Cualquier

muestra de la señal al mismo tiempo es completamente independiente (sin correlación)

de una muestra en cualquier otro momento.

Mientras es imposible de lograr o ver en la práctica (ningún sistema puede exhibir

la enerǵıa infinita a lo largo de un espectro infinito), el ruido blanco es un elemento

importante para el diseño y análisis. A menudo las señales aleatorias se pueden modelar

como filtrado o forma de ruido blanco. Literalmente esto significa que se podŕıa filtrar

la salida de una fuente (hipotética) de ruido blanco para lograr una fuente de ruido no

blanco o de color que es de banda limitada en el dominio de la frecuencia, y de una

mayor correlación en el dominio del tiempo.

4.1.9. Estimación estocástica

Aunque hay muchos enfoques espećıficos de la aplicación de la estimación de un

estado desconocido de un conjunto de mediciones de procesos, muchos de estos métodos

no toman en cuenta la naturaleza de las medidas de ruido general.

4.1.10. Modelos Espacio - Estado

Los modelos espacio - estado son esencialmente una conveniencia de notación para

el cálculo y control de problemas, desarrollados para hacer manejables lo que seŕıa un

análisis de notación intratable. Considere un proceso dinámico descrito por una ecuación

de diferencia de orden n-ésima (Al igual que una ecuación diferencial) de la forma,

yi+1 = a0,i yi + . . . + an−1,i yi−n+1 + ui, i ≥ 0

donde ui es proceso de ruido (espectro) aleatorio blanco de media cero (estad́ıstica-

mente) con auto correlación,
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E(ui, uj) = Ru = Qiδij,

y los valores iniciales y0, y−1, . . . , y−n+1 son variables aleatorias de media cero con

una conocida matriz de covarianza de nxn

P0 = E(y−j, y−k), j, kε0, n− 1

También se supone que

E(ui, yj) = 0 para −n + 1 ≤ j ≤ 0 y para i ≥ 0

lo cual asegura que

E(ui, yi) = 0, i ≥ j ≥ 0

En otras palabras, el ruido es estad́ısticamente independiente del proceso ha ser

estimado. Bajo algunas otras condiciones básicas de esta ecuación diferencial puede ser

re-escrita como

Figura 4.3: Ecuación diferencial

lo que lleva al modelo estado-espacio

x>
i+1 = Ax>

i + Gui

y>
i = [10 . . . 0]x>

i
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o de la forma más general

x>
i+1 = Ax>

i + Gui(3,1) (4.17)

y>
i = Hix

>
i (3,2) (4.18)

La ecuación (3.1) representa la forma en que un nuevo estado i + 1 es modelado como

una combinación lineal tanto del estado anterior i y un poco de ruido del proceso ui.

La ecuación (3.2) describe la forma en que las mediciones del proceso o observaciones

i son derivadas del estado interno i. Estas dos ecuaciones a menudo se hace referencia,

respectivamente, como el modelo del proceso y el modelo de la medición, y sirven como

base para casi todos los métodos de estimación lineal, como el Filtro de Kalman que se

describe a continuación.

4.1.11. El problema de diseño observado

Hay un problema relacionado en general en el área de la teoŕıa de sistemas lineales

generalmente llamado el problema de diseño observado. El problema básico es determi-

nar (estimar) los estados internos de un sistema lineal, teniendo solo acceso a las salidas

del sistema. Esto es similar a lo que la gente suele pensar como el problema de ”La caja

negra”donde se tienen acceso a algunas señales que vienen de la caja (las salidas), pero

no puedes observar directamente lo que hay dentro.

Los muchos enfoques a este básico problema son t́ıpicamente basados en el modelo

espacio - estado presentado anteriormente.

Normalmente hay un modelo de proceso que modela la transformación del estado

del proceso. Esto por lo general puede ser representado como una ecuación de diferencia

estocástica lineal similar a la ecuación (3.1)

xk = Axk−1 + Buk + wk−1(3,3) (4.19)
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Además, existe algún tipo de modelo de medición que describe la relación entre el estado

del proceso y las mediciones. Esto se puede representar con una expresión lineal similar

a la ecuación (3.2):

Zk = Hxk + Vk(3,4) (4.20)

Los términos wk y vk son variables aleatorias que representan el proceso y la medición

del ruido respectivamente. Tenga en cuenta que en la ecuación (3.4) hemos cambiado la

variable dependiente zk en lugar de yk como en la ecuación (3.2). La razón fundamental

es reforzar la idea de que la medidas que no tienen que ser de los elementos del Estado

en concreto, pero puede ser cualquier lineal combinación de los elementos del estado.

4.1.12. Medición y ruido del proceso

Consideramos aqúı el caso común de las mediciones del sensor ruidoso. Hay muchas

fuentes de ruido en estas mediciones. Por ejemplo, cada tipo de sensor tiene limita-

ciones fundamentales relacionadas con el medio f́ısico asociado, y al presionar sobre

estas limitaciones las señales suelen ser degradadas. Además, cierta cantidad de ruido

eléctrico aleatorio se añade a la señal a través del sensor y los circuitos eléctricos. La

proporción diferente de tiempo de de la señal ”pura.al ruido eléctrico afecta continu-

amente la cantidad y la calidad de la información. El resultado es que la información

obtenida de cualquier sensor debe ser calificado como que es interpretado como parte

de una secuencia general de estimaciones, y los modelos de medición anaĺıticos suelen

incorporar una noción de medición del ruido aleatorios o incertidumbre.

Existe el problema adicional de que el modelo de transformación del estado actual

es completamente desconocido. Mientras que podemos hacer predicciones sobre inter-

valos relativamente cortos el uso de modelos basados en transformaciones de estado

recientes, tales predicciones suponen que las transformaciones son predecibles, lo cual
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no es siempre el caso. El resultado es que la información del sensor, como estimaciones

actuales del estado deben ser calificados como se combinan con las mediciones en una

secuencia general de estimaciones. Además, los modelos de procesos suelen incorporar

alguna noción de movimiento aleatorio o incertidumbre.
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